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Giá trị độ thuộc cụm thứ c của điểm ảnh (i, j), đầu ra của thủ 

tục phân cụm FCM 
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D Số chiều của vector đặc trưng 

d(Ai, Bj) Khoảng cách giữa 2 vector A và B có cùng số chiều. 

DFE Đặc trưng nhúng 

E CSDL ảnh 

F Không gian đặc trưng 

FE Đặc trưng ảnh 

FEi Đặc trưng thô mức thấp của ảnh thứ i 

FEt,i  Đặc trưng thô mức thấp thuộc bộ t của ảnh thứ i 

HF Đặc trưng mức cao của ảnh (Hight-level Feature) 

HFQ Đặc trưng mức cao của ảnh ảnh truy vấn. 

I Ảnh đa kênh nói chung 

LF Đặc trưng mức thấp của ảnh (Low-level Feature) 

LF_Qt Vector đặc trưng mức thấp thuộc bộ t của ảnh truy vấn Q 

LFQ Đặc trưng mức thấp của ảnh ảnh truy vấn. 

n Số lượng ảnh của cơ sở dữ liệu ảnh E 

Q Ảnh truy vấn 
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MỞ ĐẦU 

1. Tính cấp thiết của đề tài 

Với sự phát triển của công nghệ Internet và sự phổ biến của các thiết bị kỹ 

thuật số, việc chụp ảnh hoặc trích xuất đối tượng trong ảnh mà chúng ta quan 

tâm đã trở nên dễ dàng và tiện lợi. Thực tế là số lượng ảnh được tạo ra hàng 

ngày trong cuộc sống của chúng ta là rất lớn. Các cơ sở dữ liệu hình ảnh này 

được sử dụng để cải thiện hiệu suất xử lý thông tin trong các ứng dụng thông 

minh, phục vụ cho nghiên cứu và cuộc sống hàng ngày. 

Kỹ thuật tra cứu ảnh dựa vào nội dung (CBIR) đã được phát triển để tìm 

kiếm các hình ảnh có liên quan từ cơ sở dữ liệu dựa trên đối tượng hoặc nội dung 

của hình ảnh đầu vào. Đây là một bài toán được áp dụng rộng rãi trong lĩnh vực 

thị giác máy tính và mang lại hiệu quả kinh tế trong nhiều ứng dụng, chẳng hạn 

như: tìm kiếm khuôn mặt, vân tay, hình ảnh y tế, kỹ thuật hình sự, thương mại 

điện tử và nhiều ứng dụng khác. 

Các hệ thống CBIR có độ chính xác phụ thuộc vào hai yếu tố: (1) Các đặc 

trưng biểu diễn nội dung ảnh; (2) Các phương pháp tra cứu và xếp hạng kết quả 

trả về theo ảnh truy vấn. 

Các yếu tố này tương ứng với 2 pha của hệ thống CBIR: ở pha ngoại tuyến 

là trích rút các đặc trưng ảnh trong cơ sở dữ liệu để tìm ra một biểu diễn phù 

hợp dưới dạng vector đặc trưng D chiều; ở pha trực tuyến là đối sánh vector 

đặc trưng ảnh truy vấn với cơ sở dữ liệu vector đặc trưng ảnh, sắp xếp thứ hạng 

các ảnh có độ tương tự cao nhất (hoặc là sắp xếp thứ tự ảnh theo thứ tự từ thấp 

đến cao của độ đo “không tương tự” như các độ đo khoảng cách) và sau đó trả 

về tập ảnh kết quả. 

Về các đặc trưng biểu diễn nội dung ảnh: Trích rút đặc trưng và biểu diễn 

ảnh trong pha ngoại tuyến là giai đoạn cơ bản và quan trọng trong các hệ thống 

CBIR. Liang Zheng và các cộng sự [129] đã chỉ ra nếu ảnh được biểu diễn bởi 

các đặc trưng “tốt” có thể giúp cải thiện độ chính xác của tìm kiếm tương tự lên 
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tới 51,3%. Trong nhiều thập kỷ qua, một loạt các kỹ thuật trích rút đặc trưng 

được đề xuất và nghiên cứu để tìm ra các biểu diễn hình ảnh phong phú và đầy 

đủ hơn về mặt ngữ nghĩa, nhưng nó vẫn còn là một thách thức trong các ứng 

dụng CBIR. Để thu hẹp khoảng cách ngữ nghĩa [89], việc sử dụng mạng học 

sâu để trích xuất đặc trưng ảnh đã mang lại hiệu quả đáng kể. Trong những năm 

gần đây, với sự phát triển mạnh mẽ của mạng học sâu (Deep Learning - 

DL)[55], các hệ thống CBIR dựa trên học sâu đã được triển khai và có độ chính 

xác rất cao [18, 50]. Cụ thể, các mô hình học sâu như mạng CNN 

(Convolutional Neural Networks) như VGG, ResNet, Inception và 

EfficientNet,… đã được sử dụng để trích rút các thành phần vector đặc trưng 

quan trọng hơn trong ảnh [26, 36, 124]. 

Về các phương pháp tra cứu và xếp hạng ảnh: Các hệ thống tra cứu ảnh 

sử dụng các độ đo tương tự để so khớp các đặc trưng nội dung của ảnh truy vấn 

với đặc trưng có trong cơ sở dữ liệu hình ảnh. Ngay với cả những đặc trưng 

"tốt" thì các độ đo tương tự vẫn đóng vai trò quan trọng để tăng được độ chính 

xác. Trong các nghiên cứu [40, 78, 79] cho thấy, các hệ thống CBIR sử dụng 

các đặc trưng CNN đều dùng độ đo khoảng cách “truyền thống” (ví dụ: Khoảng 

cách Euclide, độ đo tương tự Cosine…) để đánh giá sự giống nhau của hai hình 

ảnh dẫn đến độ chính xác của tìm kiếm độ tương tự không như mong muốn [3, 

35]. Các độ đo khoảng cách truyền thống chỉ nắm bắt được sự tương tự giữa 

hai hình ảnh ở mức cục bộ hoặc khoảng cách ở mức cục bộ mà không xem xét 

độ tương tự giữa một nhóm các hình ảnh tương tự được phân bố trong không 

gian “đa tạp”.  

Để khắc phục các hạn chế trên và khám phá cấu trúc phi tuyến tính của dữ 

liệu đặc trưng ảnh, các phương pháp xếp hạng đa tạp [39, 114, 115] được đề 

xuất trong CBIR đã sử dụng các độ đo khoảng cách phi Euclide (như khoảng 

cách trắc địa) với cách xem các mẫu dữ liệu nằm trên nhiều không gian đa tạp 

con khác nhau và sử dụng mô hình đồ thị để ước lượng khoảng cách trong 

không gian đa tạp này.  
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Xếp hạng đa tạp (MR) [125,126] một phương pháp xếp hạng dựa trên đồ 

thị, phương pháp xếp hạng mẫu dữ liệu này không chỉ dựa trên thông tin cục 

bộ giữa các cặp điểm dữ liệu mà còn dựa trên cấu trúc tổng thể của toàn bộ dữ 

liệu. Thay vì chỉ xem xét độ tương tự giữa từng cặp điểm dữ liệu, MR xem xét 

toàn bộ không gian dữ liệu để đưa ra điểm số xếp hạng. Điều này giúp xếp hạng 

các mẫu dữ liệu theo một cách có ý nghĩa hơn, dựa trên mức độ liên quan ngữ 

nghĩa tổng thể. 

Điểm số xếp hạng tương đối này không chỉ phản ánh sự giống nhau giữa 

các mẫu dữ liệu mà còn phản ánh vị trí của chúng trong không gian dữ liệu đa 

tạp. Điều này rất hữu ích trong các ứng dụng như tìm kiếm dựa trên nội dung, 

nơi mà mục đích là tìm ra các mẫu dữ liệu có liên quan ngữ nghĩa cao. 

Do khả năng đa dạng của MR, trong những năm gần đây phương pháp này 

được ứng dụng trong cho các vấn đề khác như tái nhận dạng người [6], tìm 

kiếm sự tương đồng của tài liệu [105], xếp hạng trang Web [104], xác định mối 

quan hệ hóa học định lượng [87], phát phát hiện điểm nổi trội trong ảnh và tra 

cứu ảnh [51, 92, 110] và đồng phân đoạn đối tượng [77]. Một số phương pháp 

dựa vào xếp hạng đa tạp trong CBIR tiêu biểu như: Tra cứu ảnh dựa vào nội 

dung với xếp hạng đa tạp nhanh (FMR-Fast Manifold-Ranking for Content-

Based Image Retrieval) [41], Tra cứu ảnh dựa vào xếp hạng đa tạp mở rộng 

(SMR-Scaling Manifold Ranking Based Image Retrieval) [33], Tra cứu ảnh với 

xếp hạng đa tạp không đồng nhất (HMR-Heterogeneous manifold ranking for 

image retrieval) [114], tra cứu ảnh với xếp hạng đa tạp hiệu quả (EMR- Efficient 

manifold ranking for image retrieval) [115], Tăng cường phản hồi liên quan dài 

hạn trong CBIR với tối ưu hóa mở rộng đồ thị con (SGR - A scalable sub-graph 

regularization for efficient content based image retrieval with long-term 

relevance feedback enhancement) [122], tra cứu ảnh dựa vào nội dung với mô 

hình xếp hạng dựa trên đồ thị mở rộng (EMR: A Scalable Graph-Based Ranking 

Model for Content-Based Image Retrieval) [116],… Các phương pháp xếp 

hạng đa tạp kể trên tuy khám phá được cấu trúc phi tuyến tuyến của dữ liệu 
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nhưng độ chính xác trong tra cứu chưa cao do thiếu sự đa dạng trong các phương 

pháp biểu diễn ảnh bằng đặc trưng được trích rút từ mạng học sâu của dữ liệu 

ảnh (chủ yếu các đề xuất đều dùng đặc trưng mức thấp).  

Hạn chế của các phương pháp xếp hạng đa tạp hiện tại khi áp dụng cho 

bài toán tra cứu ảnh dựa trên nội dung:  

i. Việc xây dựng đồ thị của các điểm dữ liệu dựa vào đồ thị K-NN là 

không khả thi với dữ liệu quy mô lớn [115].  

ii. Chưa khai thác tốt tính đa biểu diễn của ảnh bằng nhiều bộ đặc trưng. 

Khi kết hợp nhiều bộ đặc trưng, chiều vector biểu diễn ảnh có thể rất cao dẫn 

đến khó khăn trong tính toán khoảng cách và xác định điểm neo (như trong 

EMR, SSG).  

iii. Lựa chọn các điểm neo chất lượng bằng các thuật toán phân cụm dựa 

trên tâm (như Fuzzy C-Means, phân cụm Gaussian Mixture Model) trên các 

tập dữ liệu lớn có số chiều vector cao rất khó khăn, trong khi phân cụm K-

means thì không biểu diễn được trường hợp một vector đặc trưng có nhiều 

hơn một điểm neo đại diện nó.  

iv. Không kết hợp được với thuật toán lân cận xấp xỉ (ANN) để giảm 

việc tính toán trực tiếp tất cả các khoảng cách giữa cơ sở dữ liệu vector đặc 

trưng ảnh và tập các điểm neo đại diện. Khi kết hợp với kỹ thuật ANN, việc 

thay thế phân cụm K-means bởi các thuật toán phân cụm dựa trên xác định 

tâm cụm như FCM mới trở nên khả thi trong quá trình ngoại tuyến (offline) 

xây dựng các đồ thị quan hệ kề. 

Trong luận án này, thuật ngữ “xếp hạng đa tạp” là kỹ thuật xếp hạng nhằm 

khám phá cấu trúc phi tuyến tính của dữ liệu đa tạp và được hiểu là phương 

pháp xếp hạng các điểm trong CSDL theo thứ tự có liên quan với điểm dữ liệu 

truy vấn được áp dụng trên tập cơ sở dữ liệu đa tạp. 

Để giải quyết các hạn chế của xếp hạng đa tạp trong tra cứu ảnh dựa 

vào nội dung, luận án chọn đề tài: Nghiên cứu cải tiến thuật toán xếp 

hạng đa tạp trong tra cứu ảnh.  
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2. Mục tiêu của luận án 

Mục tiêu chung của luận án: Nâng cao độ chính xác của tra cứu ảnh dựa 

trên cải tiến thuật toán xếp hạng đa tạp. 

Mục tiêu cụ thể của luận án: 

Đề xuất được một số giải pháp nâng cao độ chính xác tra cứu ảnh theo tiếp 

cận xếp hạng đa tạp bao gồm: 

- Nghiên cứu cải tiến nội tại của thuật toán xếp hạng đa tạp hiệu quả EMR 

với phương pháp chọn điểm neo mới. 

- Kết hợp đặc trưng mức thấp và đặc trưng mức cao trong biểu diễn ảnh 

để nâng cao độ chính xác trong tra cứu ảnh. 

3. Đối tượng nghiên cứu của luận án 

Luận án tập trung vào nghiên cứu và tìm hiểu một số đối tượng liên quan 

đến tra cứu ảnh như:  

- Các phương pháp hiện tại về tra cứu ảnh dựa vào nội dung.  

- Phương pháp xếp hạng đa tạp trong tra cứu ảnh dựa vào nội dung, các 

kỹ thuật và những thách thức trong xếp hạng đa tạp. 

- Các kỹ thuật biểu diễn ảnh với đặc trưng mức thấp, đặc trưng CNN và 

kết hợp đặc trưng mức thấp và đặc trưng CNN (đặc trưng ảnh được trích rút từ 

mạng học sâu). 

- Kỹ thuật lập trình song song cho phân cụm FCM cải tiến và xếp hạng 

đa tạp trên tập dữ liệu lớn có số chiều rất cao. 

- Môi trường thực nghiệm, tập dữ liệu ảnh thực nghiệm và phương pháp 

đánh giá độ chính xác. 

4. Phạm vi nghiên cứu 

Trong luận án này, phạm vi nghiên cứu bao gồm: 

- Nghiên cứu thuật toán xếp hạng đa tạp hiệu quả trong tra cứu ảnh. 

- Nghiên cứu phương pháp cải tiến thuật toán xếp hạng đa tạp hiệu quả 

(EMR) thông qua việc tìm điểm neo bằng thuật toán phân cụm mờ FCM cải 

tiến. 
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- Nghiên cứu trích rút đặc trưng ảnh từ mạng CNN tiền huấn luyện, kết 

hợp đặc trưng mức thấp và đặc trưng CNN trong biểu diễn ảnh với số chiều rất 

cao. 

- Trong phạm vi của luận án chỉ tập trung nâng cao chất lượng tra cứu về 

độ chính xác, các vấn đề về thời gian cho một truy vấn cũng được xem xét ở 

khía cạnh có thể chấp nhận được.  

5. Các đóng góp của luận án 

Với mục tiêu nâng cao độ chính xác của việc tra cứu ảnh bằng phương 

pháp xếp hạng đa tạp, luận án đạt được hai đóng góp chính:  

Thứ nhất, cải tiến thuật toán xếp hạng đa tạp EMR bằng cách sử dụng thuật 

toán phân cụm mờ lvdc-FCM để tìm điểm neo. Trên cơ sở đó, đề xuất thuật toán 

EMR-(lvdc-FCM) áp dụng hiệu quả trong CBIR [CT1, CT2, CT4].  

Thứ hai, nâng cao hiệu quả tra cứu ảnh bằng phương pháp kết hợp đặc 

trưng cấp thấp và cấp cao trích xuất từ mạng CNN. Chi tiết đóng góp bao 

gồm: (i) Đề xuất phương pháp tinh chỉnh mạng CNN để trích rút đặc trưng 

trước khi kết hợp với đặc trưng mức thấp; (ii) Đề xuất thuật toán HD-EMR 

dựa trên các điểm neo ước lượng bằng FCM cải tiến kết hợp ANN (thuật toán 

LDM-FCM) để tra cứu ảnh không cần sử dụng các phương pháp giảm chiều 

dữ liệu [CT3, CT5, CT6].  

Ngoài ra, luận án còn đưa ra bổ đề mới về tính tổng quát của dữ liệu đa 

tạp trên các tập hữu hạn vector, cung cấp cơ sở lý luận cho ứng dụng xếp 

hạng đa tạp trong tra cứu ảnh theo nội dung. Trong quá trình nghiên cứu, luận 

án đề xuất sử dụng kiến trúc GPU để thực hiện hiệu quả thuật toán phân cụm 

LDM-FCM. 

6. Bố cục của luận án 

Luận án được tổ chức thành ba chương: 

Chương 1: Tra cứu ảnh dựa vào nội dung và xếp hạng đa tạp trong CBIR.  

Trong chương này giới thiệu tổng quan về tra cứu ảnh dựa vào nội dung, 

trình bày xếp hạng đa tạp cho tra cứu ảnh, một số lý thuyết liên quan về dữ liệu 
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đa tạp và đồ thị K-NN, tập dữ liệu ảnh thực nghiệm và cách thức đánh giá độ 

chính xác của hệ thống tra cứu ảnh. 

Chương 2: Nâng cao độ chính xác tra cứu ảnh với xếp hạng đa tạp cải tiến. 

Trong chương này, luận án đề xuất phương pháp tìm điểm neo cho thuật 

toán xếp hạng đa tạp hiệu quả (EMR) bằng thuật toán FCM cải tiến (thay thế 

cho phép tìm điểm neo bằng thuật toán phân cụm K-Means truyền thống), bên 

cạnh đó xây dựng quan hệ kề biểu diễn mối quan hệ kề giữa các điểm dữ liệu 

thông qua tập các điểm neo (là tập tâm cụm) thu được từ phép phân cụm FCM. 

Trong chương này cũng đánh giá hiệu quả của thuật toán FCM đề xuất trên một 

số tập dữ liệu có dạng “đa tạp” với các chỉ khác nhau. Chương 2 cũng đưa ra 

thực nghiệm cho hệ thống CBIR trên các tập dữ liệu Corel30K, VGGFACE, 

Flick-Logo.  

Chương 3: Nâng cao hiệu quả tra cứu ảnh sử dụng đặc trưng kết hợp mức 

thấp và mức cao.  

Trong chương 3, luận án đề xuất tinh chỉnh mạng EfficientNetB7 thành 

mạng (mạng EfficientNetB7+) trích rút đặc trưng biểu diễn ảnh mức cao (đặc 

trưng CNN). Bên cạnh đó phần này đề xuất kết hợp kỹ thuật EMR và ANN 

trong CBIR, cải tiến hiệu năng tính toán song song trên các tập dữ liệu lớn, có 

số chiều vector rất cao trong CBIR.  

Cuối cùng, luận án đưa ra một số đề xuất và định hướng nghiên cứu trong 

tương lai. 
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Chương 1 

TRA CỨU ẢNH DỰA VÀO NỘI DUNG  

VÀ XẾP HẠNG ĐA TẠP TRONG CBIR 

1.1. Giới thiệu về tra cứu ảnh dựa vào nội dung 

Tra cứu ảnh dựa vào nội dung (CBIR) [57] thu hút rất nhiều sự chú ý từ 

các nhà nghiên cứu và được sử dụng nhiều trong công nghiệp, thương mại 

trong những năm qua do nhiều ứng dụng hữu ích của nó. Các thuật toán tra 

cứu ảnh thường xây dựng các độ đo tương tự toàn cục giữa các vector đặc 

trưng biểu diễn đối tượng ảnh đối sánh với toàn bộ vector đặc trưng trong 

CSDL. 

Hình 1.1. Hệ thống CBIR truyền thống [57] 

Hệ thống CBIR như Hình 1.1 là kỹ thuật tra cứu ảnh được sử dụng để tìm 

ra tập các ảnh tương tự nhất đối với ảnh truy vấn mà người dùng đưa vào. Một 

hệ thống CBIR tiêu biểu được chia thành hai pha: trích rút đặc trưng ngoại tuyến 

và pha tra cứu ảnh trực tuyến. Trong pha ngoại tuyến, hệ thống trích rút tự động 

các thuộc tính trực quan ở mức thấp (low-level feature) hoặc đặc trưng mức cao 

(high-level feature) hoặc các loại đặc trưng được kết hợp với nhau. Trong pha 
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tra cứu ảnh trực tuyến, người dùng cung cấp một ảnh mẫu cho hệ thống tra cứu 

để tìm kiếm các ảnh tương đồng mong muốn (ở đây, độ dài vectorđặc trưng của 

ảnh tra cứu có cùng độ dài với vectorđặc trưng của ảnh CSD). Để trả lời tra cứu, 

hệ thống CBIR tìm trong CSDL ảnh để đưa ra những ảnh tương tự với ảnh truy 

vấn (như mô tả trong Hình 1.2). Cuối cùng hệ thống xếp hạng các ảnh theo thứ 

tự tăng dần của khoảng cách hay giảm dần của độ tương tự và trả về tập ảnh kết 

quả cho người dùng. 

Giao diện trực quan cho hệ thống CBIR truyền thống như Hình 1.3. Trong 

hình này người dùng cung cấp cho hệ thống ảnh tra cứu là logo của hãng Pepsi, 

sau đó chúng ta thu thu được kết quả trả về bao gồm 16 ảnh kết quả trả về. 

 

Hình 1.2. Minh họa đối sánh trong CBIR 

 

Hình 1.3. Giao diện hệ thống CBIR truyền thống 

Trong hệ thống CBIR truyền thống một số vector đặc trưng được trích rút 
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và thường sử dụng như vector đặc trưng màu sắc, vector đặc trưng kết cấu, 

vector đặc trưng hình dạng (vùng và đường viền).... Các vector đặc trưng này 

được dùng trong các hệ thống CBIR được chia thành hai nhóm: nhóm vector 

đặc trưng toàn cục mô tả toàn bộ hình ảnh [88] (như vector đặc trưng màu, kết 

cấu, hình dạng), nhóm còn lại là vector đặc trưng cục bộ chia ảnh thành các 

vùng nhỏ hơn [81]. 

1.2. Biểu diễn ảnh bằng vector đặc trưng 

Vector đặc trưng biểu diễn ảnh là các thuộc tính được trích rút ra từ ảnh 

dựa trên phân phối cấu trúc, đối tượng có trong ảnh, từ đó tổng hợp các dữ liệu 

riêng lẻ để xác định thông tin có thể đo lường được khi quan sát, phân tích tình 

huống từ dữ liệu hình ảnh. Phương pháp trích rút đặc trưng và biểu diễn đặc 

trưng để thể hiện một cách riêng biệt và độc lập là yêu cầu quan trọng và quyết 

định mức độ thành công của các phương pháp nhận dạng mẫu, học máy, phân 

loại hay trong tra cứu ảnh… 

Trong [30] trích rút đặc trưng ảnh được hiểu là quá trình biến đổi dữ liệu 

ảnh thô ban đầu quan sát được thành các tín hiệu hoặc dữ liệu có nhiều thông 

tin hơn để biểu diễn và xử lý hiệu quả hơn so với dữ liệu ảnh thô ban đầu, mang 

được nhiều ý nghĩa, giữ lại những thông tin quan trọng phục vụ cho việc phân 

tích và xử lý ngữ nghĩa hơn. Trích rút đặc trưng cho phép ánh xạ ảnh từ không 

gian ảnh sang không gian đặc trưng. Hiệu quả tra cứu ảnh phụ thuộc vào khả 

năng mô tả nội dung ảnh cho các ứng dụng cụ thể. Không tồn tại cách biểu diễn 

tốt nhất cho các đặc trưng thị giác vì mỗi đặc trưng có thể có nhiều cách biểu 

diễn theo các ngữ cảnh khác nhau. Chẳng hạn, đặc trưng màu có thể được biểu 

diễn bởi biểu đồ màu và mô men màu; đặc trưng hình dạng có thể biểu diễn bởi 

biểu đồ hệ số góc và GIST; đặc trưng kết cấu có thể biểu diễn bởi mã nhị phân 

cục bộ và biến đổi wavelet.  

Trong thực tế, do ảnh đầu vào có thể được thu nhận và số hóa trong các 
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điều kiện khác nhau (ánh sáng, môi trường, góc thu nhận,…) nên các đặc trưng 

trích rút thường thỏa mãn một số tính chất bất biến như: Bất biến với phép tỉ lệ 

(scale invariance); bất biến với phép xoay (rotation invariance); bất biến với 

ánh sáng (intensity invariance); giàu thông tin; tính chính xác (accuracy); hiệu 

quả (efficiency); bền vững với nhiễu,… Một thuật toán (hay kỹ thuật) dùng để 

trích rút các đặc trưng ảnh được gọi là bộ trích rút đặc trưng (feature extraction). 

Có nhiều phương pháp trích rút các đặc trưng không chỉ dựa trên toàn bộ 

ảnh mà thông qua các vùng được tách ra từ ảnh. Sharif và cộng sự [86] đề xuất 

một hệ thống CBIR phụ thuộc vào việc hợp nhất các từ trực quan (visual words) 

mà được tạo ra từ đặc trưng SIFT (scale invariant feature transform) và BRISK 

(binary robust invariant scalable keypoints). Yousuf và cộng sự [120] thực hiện 

một hệ thống CBIR dựa trên SFIT và LIOP (local intensity order pattern). Việc 

sử dụng đặc trưng SIFT trong CBIR cho hiệu quả kém khi số chiều đặc trưng 

SIFT là rất lớn. Herbert và cộng sự [7] đề xuất đặc trưng SURF (speededup 

robust features) là một bộ mô tả cục bộ mạnh khác mà vượt qua giới hạn về số 

chiều cao của SIFT. SURF nhanh và mạnh hơn SIFT vì nó yêu cầu ít thời gian 

để tính toán và đối sánh các ảnh thông qua sử dụng cơ chế đánh chỉ số dựa trên 

tín hiệu Laplacian. Jabeen và cộng sự [49] đề xuất một hệ thống CBIR mới dựa 

trên việc kết hợp hai bộ mô tả SURF, FREAK (fast retina key point) để tạo 

thành các từ trực quan trên cơ sở của BoVW. Sau đó, phân cụm K-means được 

áp dụng trên các từ trực quan đó để tính toán một lược đồ cho các từ của mỗi 

ảnh.  

1.2.1. Đặc trưng mức thấp của ảnh 

Đặc trưng màu sắc 

Đặc trưng màu sắc được rất nhiều hệ thống tìm kiếm hình ảnh dựa trên 

nội dung nghiên cứu và sử dụng. Đặc trưng màu sắc ổn định và hầu như không 

bị ảnh hưởng bởi việc dịch chuyển, tỷ lệ và xoay hình ảnh. Đồng thời, màu sắc 

có quan hệ với các đối tượng ảnh, nền, cho biết sự thay đổi trong vị trí, thời 

gian… Các biểu diễn mầu phổ biến là lược đồ mầu, mô men mầu, tương quan 
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mầu và ma trận đồng hiện mầu.  

Tùy mục đích của phương pháp truy vấn, các nhóm nghiên cứu có thể sử 

dụng các không gian màu khác nhau như phương pháp sử dụng không gian màu 

YCbCr với biểu đồ cạnh Canny và biến đổi Wavelet rời rạc [5], phương pháp 

sử dụng biểu đồ chênh lệch màu CDH (Color Difference Histogram) trong 

không gian màu HSV [72],… Biểu đồ màu (Color Histogram) [16] là sự mô tả 

sự biến đổi màu sắc trong một ảnh. Biểu đồ màu của ảnh bất biến với hướng và 

chỉ thay đổi dần theo góc nhìn. Tuy nhiên, biểu đồ màu không nắm bắt được 

mối quan hệ không gian của các vùng màu và khả năng phân biệt bị giới hạn. 

Do đó, mô men màu được sử dụng độ lệch chuẩn và giá trị trung bình của các 

phân phối trong mỗi dải màu cho mục đích lập chỉ mục màu trong các ứng dụng 

truy xuất ảnh để so sánh sự giống nhau về màu sắc giữa hai ảnh giống nhau 

[53,102].   
 

Hình 1.4. Mô tả biểu đồ màu của ảnh 

Đặc trưng kết cấu 

Kết cấu là một đặc trưng ảnh quan trọng để mô tả các thuộc tính bề mặt 

của một đối tượng như độ mịn, độ thô, độ sâu,... và mối quan hệ của nó với các 

vùng xung quanh như sự thay đổi độ sáng cục bộ trong một vùng lân cận, sự 

sắp xếp không gian của các mức xám,... [74]. Nhiều phương pháp tìm kiếm ảnh 

theo nội dung (CBIR) dựa trên kết cấu được đề xuất. Kỹ thuật phân tích kết cấu 

thống kê chủ yếu mô tả kết cấu của các vùng trong ảnh dựa vào biểu đồ mức 



13 

 

xám [74]. Ma trận đồng xuất hiện mức xám GLCM (Gray-level co-occurrence 

matrix) là một trong những kỹ thuật được nhiều nhóm nghiên cứu sử dụng để 

phân tích kết cấu hình ảnh [34]. Bên cạnh đó, biểu đồ định hướng Gradient 

HOG (Histograms of Oriented Gradients) và mẫu nhị phân cục bộ LBP (Local 

Binary Patterns) [72] là hai bộ mô tả kết cấu với số chiều nhỏ được sử dụng 

phổ biến trong trích xuất đặc trưng. Các phương pháp tiếp cận cấu trúc nhằm 

xác định kết cấu nguyên thủy và các quy tắc sắp xếp như phát hiện biên với 

LoG (Laplacian of Gaussian) hay DoG (Difference of Gaussian) [15] nhằm 

phân đoạn hình ảnh. Các phương pháp tiếp cận theo cấu trúc thường được sử 

dụng cho các kết cấu thông thường vì tính đều đặn, lặp lại định kỳ trong kết cấu 

với một số quy tắc sắp xếp, thường độc lập với các phép biến đổi hình học như 

phép tịnh tiến, phép quay và phép chia tỷ lệ. Tuy nhiên, các phương pháp này 

thường dùng cho mục đích tổng hợp hơn là mục đích phân tích, do chúng không 

được sử dụng cho các kết cấu có mức độ ngẫu nhiên cao. Các phương pháp biến 

đổi thể hiện một hình ảnh trong một không gian mà hệ tọa độ của nó liên quan 

chặt chẽ đến các đặc trưng của kết cấu nhằm phân đoạn hình ảnh [74] như: biến 

đổi Fourier phân tích nội dung của kết cấu theo miền tần số, phép lọc Gabor và 

phép biến đổi Wavelet phân tích nội dung của kết cấu cả trong miền tần số và 

miền không gian. Như vậy, có nhiều kỹ thuật khác nhau để trích rút đặc trưng 

kết cấu cấp thấp của hình ảnh. Tuy nhiên, đặc trưng kết cấu độ nhạy với nhiễu 

ảnh và ngữ nghĩa phụ thuộc vào hình dạng đối tượng ảnh. Do đó, các xu hướng 

gần đây thường kết hợp đặc trưng kết cấu với đặc trưng hình dạng cho bài toán 

tìm kiếm ảnh theo ngữ nghĩa. 

Đặc trưng hình dạng 

Hình dạng là một đặc trưng cấp thấp nhằm nhận dạng đối tượng trong hình 

ảnh, ổn định với những thay đổi về ánh sáng, màu sắc và kết cấu [16]. Tìm 

kiếm ảnh theo đặc trưng hình dạng có độ chính xác tốt với các đặc trưng nhỏ 

gọn, độ phức tạp tính toán thấp. Các kỹ thuật biểu diễn và mô tả hình dạng có 
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thể được phân thành hai loại: phương pháp dựa trên đường biên và phương 

pháp dựa trên vùng. 

Các kỹ thuật trích rút đặc trưng dựa trên đường biên của hình dạng như 

phương pháp chia nhỏ đường biên của hình dạng thành các đoạn nhỏ và dựa 

trên các đặc điểm hình học của nó [15] như tạo thành chuỗi đặc trưng, dựa 

trên phép lọc Sobel, phát hiện cạnh Canny, hay phát hiện biên với đường cong 

Bezier và đường cong B-spline,... Trong phương pháp dựa trên vùng, tất cả 

các pixel trong một vùng hình dạng được tính toán để biểu diễn hình dạng, 

với các kỹ thuật [15] như: biến đổi Wavelet để phân vùng các đặc điểm tương 

tự nhau trong ảnh, biến đổi Hough cho từng điểm cạnh trên các hình dạng bị 

biến dạng và nhiễu, mô men Zernike trích xuất thông tin toàn cục của hình 

ảnh, mô men Pseudo-Zernike bất biến và ít nhạy cảm với nhiễu hơn mô men 

Zernike,… Các thực nghiệm với phương pháp trích rút đặc trưng dựa trên 

vùng cho thấy sự vượt trội hơn so với phương pháp dựa trên đường biên, do 

nó sử dụng hiệu quả tất cả thông tin pixel trong vùng đối tượng, tuy nhiên, 

cũng vì thế mà phương pháp này có kích thước lớn và phức tạp về tính toán 

hơn. 

Bảng 1.1. Bảng mô tả kí hiệu và đặc tính của các đặc trưng mức thấp  

(LF- Low level features) được sử dụng trong các thực nghiệm của LA 

Các mô tả Kiểu đặc trưng Số chiều vector đặc trưng 

GCM Color 81 

LBP Texture 59 

GWT Texture 120 

EDH Shape 37 

GIST Shape 512 

 

Thông thường để nâng cao hiệu quả trong CBIR, gần đây các nghiên cứu 

đã sử dụng kết hợp các đặc trưng mức thấp về cả màu sắc, kết cấu và hình dạng 
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để tạo thành bộ mô tả đặc trưng như: kết hợp giữa đặc trưng màu sắc dựa trên 

biểu đồ màu HSV và đặc trưng kết cấu được trích xuất bằng Biến đổi Wavelet 

rời rạc DWT (Discrete Wavelet Transform), bộ mô tả biểu đồ biên EDH (Edge 

Histogram Descriptor) [31]; sử dụng không gian màu RGB, GLCM để trích rút 

các cạnh và góc của hình dạng đối tượng [72]; kết hợp mô men màu, Gabor 

Wavelet và biến đổi rời rạc Wavelet, cùng với bộ mô tả hướng màu và cạnh 

cho đặc trưng cấp thấp [5],… Các nghiên cứu này cho thấy hiệu quả của phương 

pháp tìm kiếm ảnh với bộ đặc trưng kết hợp vượt trội hơn so với các phương 

pháp chỉ sử dụng một loại đặc trưng. 

Trong luận án này, phương pháp trích rút và kết hợp các đặc trưng màu 

sắc, kết cấu và hình dạng được đề xuất với bảng mô tả các đặc trưng kết hợp, 

số chiều vector các đặc trưng mức thấp được sử dụng theo Bảng 1.1.  

1.2.2. Đặc trưng mức cao của ảnh 

Đặc trưng CNN 

Hiệu quả tra cứu ảnh sử dụng biểu diễn đặc trưng mức thấp như trên (gọi 

là các đặc trưng thủ công - handcraft) là rất hạn chế bởi vì những đặc trưng thủ 

công này khó có thể mô tả ngữ nghĩa của ảnh, không thể tận dụng hiệu quả các 

vùng nổi trội và thường bỏ qua cấu trúc không gian của hình ảnh [119]. 

 Trong thời gian gần đây, các hệ thống CBIR đã áp dụng các đặc trưng 

được trích rút từ mạng học sâu để cải thiện khả năng tra cứu ảnh [50]. Việc này 

đã góp phần tăng tính chính xác và độ tin cậy trong quá trình tìm kiếm các hình 

ảnh tương tự từ cơ sở dữ liệu. Trong cách tiếp cận học sâu, một mô hình có thể 

xử lý dữ liệu ảnh gốc và tự khám phá ra đặc trưng tốt thông qua quá trình học. 

Trong [103] mô hình mạng nơ-ron tích chập (CNN - Convolutional Neural 

Network) được sử dụng để trích rút đặc trưng cho mỗi ảnh, giúp cải thiện việc 

tra cứu ảnh tương tự với ảnh truy vấn tốt hơn. Mô hình bao gồm các lớp tích 

chập (convolutional layer), các lớp gộp (pooling) và lớp kết nối đầy đủ (fully 

connected layer). Các lớp phía trước thường là các lớp tích chập kết hợp với 

các hàm kích hoạt phi tuyến và lớp pooling (được gọi chung là ConvNet), do 

vậy, đầu ra ở lớp gần cuối cùng trước khi chuyển qua lớp kết nối đầy đủ có thể 

được coi là véctơ đặc trưng hữu ích. Lớp cuối cùng là một mạng nơ-ron kết nối 
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đầy đủ và thường là một hàm softmax. Desai và cộng sự [24] đã đề xuất một 

phương pháp CBIR dựa trên VGG16 để trích rút đặc trưng kết hợp phân lớp 

SVM, phương pháp này được thực nghiệm trên tập dữ liệu Corel10K và chỉ ra 

độ chính xác trong tra cứu tốt hơn. Trong các nghiên cứu [35, 84] đã đánh giá 

toàn diện về các mạng học sâu được sử dụng trong CBIR, công trình đã đề xuất 

sử dụng các mạng học sâu như: MobileNet, Xception, DenseNet, 

InceptionResNet, EfficientNet-B1 trên các tập dữ liệu Correl, Inria Holidays 

cho độ chính xác vượt trội. 

Với việc sử dụng các mạng CNN hiện đại, chúng ta có thể trích rút các 

đặc trưng phức tạp và có ý nghĩa trong một tập dữ liệu lớn. Tuy nhiên, một 

vấn đề với việc sử dụng các đặc trưng CNN là chúng thường rất phức tạp và 

có số chiều lớn điều này có thể gây ra vấn đề về tốc độ xử lý và bộ nhớ khi 

sử dụng các đặc trưng này trong các hệ thống CBIR. Do đó, một số nghiên 

cứu đã tinh chỉnh các mạng CNN để giảm số lượng tham số và kích thước 

của các đặc trưng, hoặc sử dụng một số lớp tiềm ẩn để trích xuất các đặc 

trưng mức cao hơn mà vẫn giảm được số lượng tham số và kích thước của 

các đặc trưng. 

Hình 1.5. Mô hình trích rút đặc trưng ảnh bằng mô hình học sâu [76]   

Hình 1.5 là mô hình thuật toán biểu diễn đặc trưng ảnh được trích rút dựa vào 

mạng học sâu CNN tiền huấn luyện thu được tập đặc trưng mức cao của ảnh.  
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Các phương pháp tra cứu ảnh theo nội dung sử dụng các vector đặc trưng 

mức thấp, vector đặc trưng mức cao (đặc trưng CNN) hoặc kết hợp nhiều loại 

vector đặc trưng kể trên có thể nâng cao độ chính xác, tuy nhiên chúng khá tốn 

thời gian để xử lý do số chiều của vector đặc trưng thu được khá lớn và vẫn gặp 

phải vấn đề khoảng cách giữa đặc trưng mức thấp với cảm nhận trực quan của 

con người khi mô tả nội dung ảnh. Mặt khác các vector đặc trưng ảnh thường 

tạo thành các đa tạp con trên các đa trong toàn bộ không gian đặc trưng ảnh 

[106], do vậy khi đối sánh ảnh theo với các độ đo khoảng cách như thông 

thường sẽ không đem lại hiệu quả và độ chính xác cao.  

1.3. Dữ liệu đa tạp 

1.3.1. Các khái niệm đa tạp 

Khái niệm đa tạp được hiểu như sau [8, 56]: Một đa tạp tôpô n chiều là một 

không gian tôpô mà mỗi điểm có lân cận đồng phôi với tập con mở của n , nói một 

cách khác, là không gian tôpô tách được với mỗi điểm của nó có một lân cận đồng 

phôi với một tập mở trong không gian Euclide n chiều. Như vậy có thể hiểu: Đa tạp 

chính là khái niệm toán học mở rộng của đường và mặt.  

 

Dải Mobius là một đa 

tạp hai chiều 

Cuộn giấy Thụy Sĩ 

(Swiss-roll) là đa tạp  

2 chiều 

2-moon là đa tạp  

2 chiều 

Hình 1.6. Mô phỏng các không gian đa tạp [56] 

Ví dụ 1: 

https://vi.wikipedia.org/wiki/T%C3%B4_p%C3%B4
https://vi.wikipedia.org/wiki/Chi%E1%BB%81u
https://vi.wikipedia.org/wiki/L%C3%A2n_c%E1%BA%ADn
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 ( , ( )) | nx f x x  , ở đó 1: nf −→   là một ánh xạ liên tục, là một đa 

tạp con 1 chiều của n . 

Mở rộng hơn với   1 -1 k n   :  

( ) 1 1 1,..., , ( ,..., ) | ( ,..., ) k n

k k kx x f x x x x    , ở đó  : k n kf −→   là một ánh xạ 

liên tục, là một đa tạp con k chiều của n . 

Ví dụ 2:  

Nếu M1 và M2 là các đa tạp có số chiều là m1 và m2 tương ứng (m1, m2 > 0) 

thì  1 2 1 2 1 1 2 2( , ) | ,M M X X X M X M =    là một đa tạp m1+m2 chiều (tính chất này 

suy ra trực tiếp từ định nghĩa của đa tạp). 

 

Hình 1.7. Ảnh trực quan tích của 5 đa tạp Swiss-roll; 2-moon; S-curve; 

friedman3; Gaussian_quantiles (số chiều 20) được chiếu xuống R3 

Trong lý thuyết giải tích thực nhiều biến, các đa tạp thực chiều dương 

được đặc trưng bởi định lý quan trọng sau của Whitney: 

Định lý Whitney: Bất kỳ đa tạp m chiều thực trơn (m > 0) có thể nhúng 

trơn trong không gian thực 2m chiều là R2m [73]. 

Định lý này có thể xem là cơ sở Toán học của phép giảm chiều dữ liệu của 

một đa tạp con của Rm (m>1), với số chiều k nào đó, 1
2

m
k

 
   

 
. 

Từ định lý Whitney và xem xét phân bố đối với tập hữu hạn dữ liệu vector, 
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luận án phát biểu và chứng minh bổ đề sau: 

Bổ đề 1: Mọi tập hữu hạn n vector m chiều, mọi số nguyên dương 

:   1
2

m
d d

 
   

 
 và  , 1( )  ( 1)n m

i i j jM x x m== =    thỏa mãn 

, , , 1i k j kx x i j k d       (*) thì tồn tại một đa tạp d chiều mD R :  1,  .ix D i n  =  

Chứng minh: :    1 -1k k d   , xét đa thức nội suy Lagrange bậc n-1 ứng 

với các cặp giá trị  , , 1
,

n

i k i k d i
x x + =

: 

,

, , ,

1 , ,

( )
( )     ( ) ( )    1

( )

n
j k

k i k d k i k d K i k

i j i i k j k

x x
P x x P x P x i n

x x
+ +

= 

−
=  =   

−
   

Với   , 2l d l m   : 

Xét (m-2d+1) đa thức Lagrange bậc n-1 ứng với các cặp giá trị  , , 1
,

n

i d i l i
x x

=

: 
1

,

, , , , ,

1 , ,

( )
( )       ( )    :  1

( )

n
j l

d l i l d l i d i l

i j i i l j l

x x
P x x P x x i i n

x x

+

= 

−
=  =   

−
  . 

Vậy tập vector  , 1 ,1
( )i i j i n j m

x x D
   

=  , 

Với  
,

1
t ( )   1 1

1 1 ( )  2

1

( ,..., , ,..., ) | k d k k

l d l d

d
P t k d m

d d m t P t l d k d

k

D t t t t D D+

−
=    −

+ =  

=

 
= =   

 
 ,     

Ở đó  k(t ,P (t )) |t } 1, 1k k k kD R k d=   = − , và 

  , 2
(t , P (t ) ) |t 1, 1

m

d d d l d dl d
D R k d

=
=   = − . 

Do  ,1 1k k d   − , Dk là một đa tạp một chiều và Dd cũng là một đa tạp 

một chiều, nên D là đa tạp d chiều và hiển nhiên  , 1 ,1
( )i i j i n j m

x x D
   

=  . 

Nhận xét: Khi M không thỏa mãn điều kiện (*) thì ta có thể cộng d thành 

phần đầu tiên của các vector thuộc M với một số ngẫu nhiên rất nhỏ thuộc tập  

 , ,| 0,1 ,1i k i k i n k d       để , , , ,i k i k j k j kx x +  +  với ,1 , ,  1 k di j i j n      . 

Vì vậy điều kiện (*) của bổ đề không làm giảm tính tổng quát của tập n vector 

dữ liệu phân biệt M. 

1.3.2. Dữ liệu đa tạp 
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Theo Bổ đề 1 mọi tập hữu hạn vector dữ liệu đều nằm trên một đa tạp với 

số chiều mong muốn, do vậy để xây dựng độ đo tương tự trên tập vector dữ liệu 

phức tạp ta có thể vận dụng tiếp cận xây dựng các độ đo khoảng cách trên đa 

tạp. Các độ đo như vậy sẽ thay thế cho độ đo khoảng cách Euclid để thích ứng 

với cấu trúc nội tại của CSDL ảnh, phù hợp với sự tương tự ngữ nghĩa hoặc vận 

dụng các thuật toán giảm chiều dữ liệu để tăng độ phân biệt của tập vector dữ 

liệu. 

Do bộ dữ liệu vector hữu hạn luôn tìm được rất nhiều đa tạp chứa nó, 

nhưng để xác định một đa tạp với chiều thấp có cấu trúc ổn định (tức là dù bổ 

sung thêm một số vector mới khi số lượng ảnh tăng lên thì cấu trúc của đa tạp 

vẫn không biến đổi) thì vấn đề lại không đơn giản. Điều này gây khó khăn cho 

các phương pháp học đa tạp, thậm chí ngay cả việc ước lượng chiều phù hợp 

của đa tạp dựa trên dữ liệu cũng phát sinh nhiều vấn đề [22, 94]. Trong nhiều 

trường hợp để vận dụng phép giảm chiều dữ liệu theo tiếp cận học đa tạp, các 

nghiên cứu luôn giả định trước rằng tập dữ liệu tuân theo một giả thiết đa tạp:  

Với tập dữ liệu đã cho, tồn tại một biểu diễn dữ liệu có số chiều thấp hơn 

được nhúng trong một không gian có số chiều cao hơn [14, 32, 93]. 

Như vậy, một "đa tạp" được hiểu là một không gian con mà tại mỗi điểm 

cục bộ, dữ liệu có thể được xấp xỉ bằng một không gian Euclide. Giả thiết đa 

tạp là nền tảng của nhiều thuật toán giảm chiều dữ liệu, như phân tích thành 

phần chính (PCA), t-SNE, và LLE. Các thuật toán này hoạt động dựa trên giả 

thiết rằng dù dữ liệu có thể tồn tại trong một không gian có số chiều rất cao (ví 

dụ như hình ảnh, âm thanh, hoặc dữ liệu biểu hiện gen…), nhưng cấu trúc thực 

sự của dữ liệu có thể được biểu diễn trong một không gian có số chiều thấp hơn 

mà ở đó các quy luật hình học Euclidean vẫn áp dụng. 

Nhận xét: Phần lớn các hình ảnh là "nhiễu": Trong một bộ sưu tập lớn các 

hình ảnh, đa số có thể không mang thông tin hữu ích hoặc không liên quan đến 

mục tiêu cụ thể của một nhiệm vụ như phân loại hoặc nhận dạng. 
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Các hình ảnh "có ý nghĩa" thường tạo thành một đa tạp trong không gian 

của tất cả các hình ảnh: Những hình ảnh này không phân bố một cách ngẫu 

nhiên trong không gian đa chiều mà thay vào đó, chúng tạo thành một cấu trúc 

được gọi là đa tạp. 

Các hình ảnh của một lớp cụ thể nằm trên các đa tạp bên trong đa tạp đó: 

Mỗi lớp hoặc danh mục cụ thể của hình ảnh (ví dụ các hình ảnh trong tập CSDL 

Corel chủ đề về châu Phi, các hình ảnh về sinh hoạt, phong cảnh, sông được 

cho là thuộc một lớp nhưng thực tế được phân bố ở các đa tạp khác nhau) có 

thể được mô tả bởi các đa tạp riêng biệt của chúng trong không gian tổng thể 

của đa tạp "có ý nghĩa". Điều này nghĩa là trong không gian đa chiều của tất cả 

hình ảnh "có ý nghĩa", từng nhóm hình ảnh liên quan đến một chủ đề cụ thể sẽ 

tạo thành một đa tạp nhỏ hơn và phản ánh mối quan hệ và đặc điểm chung của 

chúng. Hình 1.8 biểu diễn các ảnh có ý nghĩa thường nằm trên các đa tạp trong 

không gian toàn bộ ảnh. 

Hình 1.8. Ảnh có ý nghĩa nằm trong các đa tạp con  

trong không gian hình ảnh 

Các loại đặc trưng mức thấp và đặc trưng mức cao kết hợp trong biểu diễn 

ảnh (Mầu, kết cấu, hình dạng và đặc trưng CNN)- Khi kết hợp thành đặc trưng 

mức thấp có số chiều 809D, đặc trưng CNN 2560D được bộ vector đặc trưng 
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mô tả ảnh có số chiều rất cao (3369D) thường rất khó sử dụng độ đo khoảng 

cách Euclide để đo mức độ liên qua của vector ảnh truy vấn với các vector đặc 

trưng trong CSDL, đo đó cần vận dụng các kỹ thuật độ đo tương tự trên đa tạp 

để xây dựng độ tương đồng đo mức độ liên quan cặp ảnh. 

Các kỹ thuật học đa tạp không giám sát xử lý dữ liệu không có nhãn như: 

Chiếu bảo toàn cục bộ (LPP - Locality preserving projection) [42], Isomap [94]; 

Nhúng láng giềng phân tán ngẫu nhiên (t-SNE: t-Distributed Stochastic 

Neighbor Embedding) [22]; Nhúng tuyến tính cục bộ (Locally Linear 

Embedding -LLE) [82] nhằm giảm số chiều của dữ liệu từ không gian ban đầu 

xuống các chiều thấp hơn, giữ lại cấu trúc và mối tương quan quan trọng giúp 

người dùng hiểu và khám phá dữ liệu một cách hiệu quả và tạo ra các biểu diễn 

trực quan để nghiên cứu dữ liệu đa tạp. Nhưng các phương pháp đều gặp những 

vấn đề như: xác định số chiều giảm là bao nhiêu, đánh đổi giữa thông tin và số 

chiều dữ liệu, bên cạnh đó các phép học đa tạp khá phức tạp, chưa khai thác 

tính lân cận cục bộ của các mẫu dữ liệu… vì thế chúng ta có thể đi theo hướng 

tiếp cận xây dựng độ đo khoảng cách trên đa tạp, nhằm xây dựng sự tương đồng 

giữa các ảnh dựa trên cấu trúc phi tuyến của dữ liệu đa tạp là các vector biểu 

diễn ảnh.  

1.4. Xếp hạng đa tạp  

Rất nhiều dữ liệu thực tế được biểu diễn một cách phù hợp trong không 

gian cấu trúc đa tạp cục bộ hơn là trong những không gian khác. Hình 1.9(a) 

biểu diễn tập hợp các điểm mẫu dữ liệu phân bố theo cấu trúc 2-moon. Giả sử 

rằng hình “tam giác đỏ” là một truy vấn được đưa ra, nhiệm vụ là để xếp hạng 

các điểm còn lại phù hợp với truy vấn. Nếu ta dùng khoảng cách Euclide để đo 

sự giống nhau của các điểm truy vấn ta được kết quả xếp hạng như Hình 1.9(b) 

như vậy không phù hợp nếu dựa trên nhận thức của con người. Tuy nhiên, với 

xếp hạng lý tưởng trong cấu trúc dữ liệu cục bộ đa tạp ta sẽ được các xếp hạng 

theo điểm truy vấn như hình 1.9(c). 
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Hình 1.9. Mô tả xếp hạng trên tập dữ liệu 2-Moon 

1.4.1. Xếp hạng đa tạp cơ bản 

Các thuật toán xếp hạng dựa trên đồ thị đã thu hút sự quan tâm đáng kể từ 

cộng đồng học máy, thị giác máy tính và tìm kiếm thông tin trong thời gian gần 

đây. Trong số đó, xếp hạng trên cấu trúc dữ liệu đa tạp (Ranking on Data manifold 

- ROM) [126] là một trong những phương pháp đại diện và đã được áp dụng rộng 

rãi trong các ứng dụng tìm kiếm thông tin và học máy khác nhau. 

Thuật toán xếp hạng đa tạp trong cấu trúc dữ liệu đa tạp thuộc mô hình học 

bán giám sát [125, 126], thuật toán này tập trung vào khám phá cấu trúc đa tạp nội 

tại1 của dữ liệu, từ đó đánh giá mức độ quan trọng và tương tác giữa các điểm dữ 

liệu trên cấu trúc đa tạp này. Bằng cách sử dụng thông tin về mối quan hệ và tương 

tác giữa các điểm dữ liệu, xếp hạng đa tạp - MR được sử dụng hiệu quả để thực 

hiện các tác vụ truy vấn và phân loại dữ liệu trong không gian đa tạp, nơi các 

điểm dữ liệu thường có sự biến đổi không đồng nhất.  

Thuật toán xếp hạng đa tạp hoạt động như sau: Bước đầu, nó tạo ra một 

đồ thị có trọng số với các nút tượng trưng cho các điểm dữ liệu trong không 

gian đặc trưng, kết hợp cả dữ liệu đã được gán nhãn gọi là điểm truy vấn và 

                                                 

1 Instrinsic manifold structure: Cấu trúc đa tạp nội tại là cấu trúc cơ bản của dữ liệu mà không phụ thuộc 

vào cách dữ liệu được nhúng (embedded) vào không gian Euclide hoặc bất kỳ không gian ngoại vi nào khác. 

Cấu trúc này phản ánh các mối quan hệ cơ bản và các đặc điểm của dữ liệu mà không bị biến dạng bởi các biến 

đổi không gian hoặc chiều. 
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chưa được gán nhãn trong cơ sở dữ liệu. Tiếp theo, mỗi điểm dữ liệu được gán 

một số điểm xếp hạng, phản ánh mức độ quan trọng hoặc liên quan của nó so 

với điểm truy vấn. Quá trình này diễn ra liên tục cho đến khi đạt được sự ổn 

định tổng thể. Các điểm dữ liệu được xếp hạng cao nhất là những điểm có sự 

tương đồng lớn nhất với điểm truy vấn, biểu thị mức độ liên quan hoặc giống 

nhau giữa chúng. 

Việc xây dựng đồ thị biểu diễn các điểm trong cơ sở dữ liệu (CSDL) theo 

thuật toán xếp hạng đa tạp đã được đề xuất trong các nghiên cứu [21, 117, 125, 

126]. Mục tiêu chính của phương pháp MR dựa trên cách tiếp cận đồ thị dạng 

K-NN với phương pháp xác định trọng số của mỗi điểm dữ liệu so với các điểm 

dữ liệu truy vấn dựa trên các thông tin toàn cục và cục bộ biểu diễn bên trong 

đồ thị. 

Xét tập dữ liệu  1 2, ......, m

nX x x x=  , m là số chiều, n là số điểm dữ liệu; 

qx X  là điểm truy vấn (hay điểm dữ liệu được gán nhãn), các điểm còn lại 

được xếp hạng theo mức độ liên quan của chúng đối với các điểm truy vấn. 

:d X X R →  là một độ đo khoảng cách giữa 2 điểm dữ liệu xi và xj (có thể 

dùng các độ đo Euclide, Manhattan,…), ký hiệu d(xi, xj). 

:r X R→  là hàm xếp hạng, trong đó mỗi điểm xi được gán một giá trị xếp 

hạng ri. Ta có thể xem r như một vector: 1[ ,..., ]T

nr r r= . 

Khởi tạo 
1[ ,..., ]T

ny y y= , với yi=1 nếu xi là một truy vấn, ngược lại yi=0.  

Thuật toán 1.1: Thuật toán xếp hạng đa tạp cơ bản (MR) 

Bước 0: Xây dựng đồ thị K-NN trên tập dữ liệu X. 

Bước 1: Tính ma trận W =[wij]n×n là ma trận kề với các phần tử wij là trọng 

số của các điểm dữ liệu xi, xj được tính theo công thức (1.1): 

2 2exp[- ( , ) / 2 ]  

0

i j

ij

d x x
w


= 


                                         (1.1) 

Bước 2: Chuẩn hóa ma trận Laplace theo công thức 1/2 1/2S D WD− −=   

nếu xj∈ k-NN(xi) 

Các trường hợp khác 
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(với 
1

n

ii ij

j

D w
=

=  là tổng hàng thứ i của ma trận W) 

Bước 3: Lặp giải phương trình:  ( 1) ( ) (1- )r t Sr t y + = +         (1.2) 

Với tham số  (0,1)   

Bước 4: Đặt *

ir là giới hạn của dãy  ( )ir t  

Trả về  
* lim ( )i

t

r r t
→+

=  là n giá trị xếp hạng của {xi} (giá trị lớn nhất được xếp 

hạng đầu tiên). Dạng công thức đóng để tính r*: 
* 1( )nr I S y −= −  (với In là ma 

trận đơn vị). 

Thuật toán MR khởi tạo với việc xây dựng một đồ thị G = (V, E, W) là đồ 

thị dạng k-NN trên tập dữ liệu, với tập đỉnh V là các điểm dữ liệu X, cạnh E kết 

nối các điểm dữ liệu và trọng số cạnh giữa 2 điểm dữ liệu {xi, xj} được biểu diễn 

là wij là ma trận kề biểu diễn mối quan hệ của chúng. Ma trận kề n nW  chứa 

tất cả các trọng số cạnh. Để khám phá cấu trúc của dữ liệu đa tạp, việc xây dựng 

đồ thị dạng k-NN (đồ thị k-Nearest Neighbor) là thích hợp [25]. Trong bước thứ 

hai, ma trận kề W của đồ thị G được chuẩn hóa đối xứng, điều này cần thiết cho 

sự hội tụ của lần lặp sau. Trong mỗi lần lặp của bước thứ ba, mỗi điểm nhận 

thông tin từ các điểm lân cận (số hạng đầu tiên trong công thức (1.4)) và cũng 

giữ lại thông tin ban đầu của nó (số hạng thứ hai (trong công thức 1.4)). Tham 

số α chỉ định lượng thông tin tương tự từ các lân cận và thông tin của điểm truy 

vấn ban đầu của nó (điều này tránh được hiện tượng tự củng cố do các phần tử 

đường chéo wii=0 trong bước đầu tiên) và thông tin được lan truyền đối xứng 

vì S là ma trận đối xứng. Cuối cùng, các điểm được gán các giá trị xếp hạng 

theo thứ tự mà nó đã nhận được trong quá trình lặp. 

Theo [125, 126] thì công thức (1.2) hội tụ và * 1(1 )( )r I S y  −= − −  - với I 

là ma trận đơn vị cỡ n×n. (công thức được chứng minh ở PL2) 
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Trong thực tế, hệ số (1 ) = − không ảnh hưởng đến các điểm số xếp 

hạng, do vậy:    * 1( )r I S y − −                  (1.3) 

Để tính toán hiệu quả hàm xếp hạng (1.3), trong [125, 126] đã đề xuất hàm 

chi phí xác định độ đo xếp hạng được chuẩn hóa bởi phương trình: 

2 2

, 1 1

1 1 1
( ) || || || ||

2

n n

ij i j i i

i j iii jj

O r w r r r y
D D


= =

 
 = − + −
 
 
       (1.4) 

Hàm chi phí O(r) bao gồm hai thành phần chính:  

+ Phần đầu tiên liên quan đến cấu trúc đa tạp nội tại của tập dữ liệu, nghĩa 

là mô hình hóa mối quan hệ giữa các điểm dữ liệu dựa trên cấu trúc không gian 

nội tại của chúng. 

+ Phần thứ hai đảm bảo rằng giá trị xếp hạng mới ri không chênh lệch quá 

xa so với giá trị xếp hạng ban đầu yi. 

Trong đó: 

+ r là vector xếp hạng mà ta muốn tìm. 

+ wij là một phần tử của ma trận trọng số W, là ma trận kề thể hiện mức 

độ tương quan hoặc khoảng cách giữa điểm dữ liệu thứ i và j. 

+ D là ma trận đường chéo mà mỗi phần tử đường chéo Dii là tổng của 

hàng thứ i của ma trận W. 

+ μ là một tham số điều chỉnh, cân bằng giữa hai phía của hàm chi phí. 

+ yi là giá trị xếp hạng ban đầu của điểm dữ liệu thứ i. 

Thành phần đầu tiên là thường được gọi là ràng buộc trơn, giúp làm mịn 

bề mặt xếp hạng và tránh các biến động lớn giữa các điểm gần nhau trong không 

gian xếp hạng. 

Thành phần thứ hai là ràng buộc khớp, đảm bảo kết quả xếp hạng phù hợp 

với phân bổ xếp hạng ban đầu đã được gán trước đó. 

Mục tiêu là tối ưu hóa hàm chi phí O(r) đối với r để có được giá trị xếp 

hạng tối ưu cho công thức lặp (1.2). 
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Trong bài toán quy mô lớn, người ta thường sử dụng phương pháp lặp để tối 

ưu hóa hàm chi phí. Trong phương pháp lặp, giá trị xếp hạng r được cập nhật qua 

các lần lặp dựa trên thông tin từ các điểm láng giềng và thông tin ban đầu. 

Trong thuật toán MR việc xây dựng đồ thị k-NN (k-Nearest Neighbor) trên 

tập X luôn xem như đã có và được xác định như sau: 

Định nghĩa 1.1 (Đồ thị k-NN): Cho k là một số nguyên dương, gọi đồ thị 

G = (V, E, W) là k-NN của X, trong đó V là tập đỉnh, E là tập cạnh, W là ma trận 

trọng số. Mỗi đỉnh u V là đại diện cho một điểm dữ liệu duy nhất trong X. 

Cạnh có hướng ( , )u v E  tồn tại nếu v thuộc k- láng giềng của {u} trong tập đỉnh 

\{ }V u , ma trận trọng số Wn×n =w(u,v) biểu diễn độ tương tự giữa các đỉnh u  và 

v thỏa mãn ( ) 0,w u v =  nếu ( ),u v E . 

MR đã được sử dụng rộng rãi trong nhiều ứng dụng, tuy nhiên để xử lý cơ 

sở dữ liệu quy mô lớn đã có những hạn chế xảy ra:  

1- Việc xây dựng đồ thị của MR bằng đồ thị k-NN là không khả thi đối với 

dữ liệu lớn, vì chi phí xây dựng đồ thị k-NN là O(n2logk).  

2- Việc xếp hạng đa tạp cũng như nhiều thuật toán dựa trên đồ thị khác 

trực tiếp sử dụng ma trận kề W trong việc tính toán. Chi phí lưu trữ của một ma 

trận thưa W là O(kn) và trên thực tế ta không thể lưu trữ ma trận Wn×n (khi n rất 

lớn).  

3- Việc xếp hạng đa tạp có độ phức tạp tính toán lớn vì khai thác ma trận 

nghịch đảo trong phương trình (1.3).  

4- Khi xử lý tra cứu một điểm không có trong CSDL thì phải tính toán và 

xây dựng lại toàn bộ đồ thị. 

Như vậy, chúng ta cần phải tìm cách để xây dựng một đồ thị sao cho thời 

gian xây dựng thấp và không gian lưu trữ nhỏ cũng như khả năng tốt để nắm 

bắt cấu trúc cho dữ liệu đa tạp cục bộ và xử lý trên các tập dữ liệu lớn. 

1.4.2. Xếp hạng đa tạp hiệu quả 

Để khắc phục hạn chế của xếp hạng đa tạp, trong [115, 116] Bin Xu và các 
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cộng sự đã đề xuất phương pháp xếp hạng đa tạp hiệu quả (EMR- Efficient 

Manifold Ranking). Phương pháp này tập trung giải quyết hai vấn đề chính:  

1- Xây dựng đồ thị neo có khả năng mở rộng thay cho đồ thị K-NN truyền 

thống.  

2- Xây dựng mô hình tính toán xếp hạng hiệu quả, có chi phí tính toán nhỏ 

bằng cách thiết kế hình thức mới của ma trận kề để có thể xử lý tra cứu theo thời 

gian thực trên CSDL lớn.  

Mô hình này có hai pha tách rời: thứ nhất là pha ngoại tuyến để xây dựng đồ 

thị điểm neo cho toàn bộ cơ sở dữ liệu; pha thứ hai là pha trực tuyến để xử lý một 

truy vấn mới. 

Khái niệm điểm neo (Anchor): Trong một tập dữ liệu X có n mẫu dữ liệu 

trong không gian m chiều, chúng ta có thể xác định được một tập hợp các điểm 

neo đại diện cho các điểm trong CSDL, ký hiệu là U. Các điểm neo này được 

chọn để đại diện cho không gian đặc trưng của dữ liệu ban đầu và thường được 

chọn thông qua các phương pháp như chọn ngẫu nhiên các điểm trong CSDL 

hoặc phân cụm (ví dụ như gán tâm cụm K-means làm điểm neo) [68, 69, 70].  

Do vậy điểm neo có một số đặc điểm sau:  

+ Đại diện cho không gian dữ liệu: Các điểm neo được chọn sao cho chúng 

có khả năng phản ánh cấu trúc và đặc trưng của toàn bộ tập dữ liệu.  

+ Bảo toàn thông tin cấu trúc: Mặc dù số lượng các điểm neo ít hơn nhiều 

so với tập dữ liệu ban đầu, nhưng chúng vẫn cần bảo toàn thông tin cấu trúc 

quan trọng của dữ liệu. Điều này có nghĩa là mối quan hệ giữa các điểm dữ liệu 

(như khoảng cách hoặc sự tương tự) được phản ánh một cách chính xác thông 

qua các điểm neo (các điểm dữ liệu có chung một điểm neo thì có mối quan hệ 

với nhau). 
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Hình 1.10. Các điểm dữ liệu và điểm neo [63] 

+ Dễ dàng cập nhật và mở rộng CSDL: Trong một số trường hợp, tập dữ 

liệu ban đầu có thể thay đổi theo thời gian, khi đó các điểm neo có thể được cập 

nhật hoặc điều chỉnh dễ dàng để phản ánh những thay đổi trong dữ liệu. 

Do vậy điểm neo có thể phản ánh cấu trúc tổng thể của dữ liệu, được sử 

dụng như một điểm tham chiếu để ước lượng và hiểu biết về các mối quan hệ 

và thông tin trong tập dữ liệu. Hình 1.10 mô tả điểm neo và CSDL. 

Xét tập dữ liệu
1{ ,  ...,  } n m

nX x x R =   với n mẫu trong không gian m chiều 

và 
1{ ,  ...,  } C m

cU u u R =   (C<<n) là tập các điểm neo phân bố trong cùng không 

gian tương tự với tập dữ liệu. Ta định nghĩa :r X R→  là một hàm giá trị thực để 

gán mỗi điểm dữ liệu trong X với một nhãn ngữ nghĩa, với mục đích là tìm ma 

trận trọng số n CZ R   để biểu diễn mối quan hệ giữa các điểm dữ liệu trong 

ix X và các điểm neo trong 
ku U . Các giá trị r(x) được ước lượng cho mỗi 

điểm dữ liệu như là một trung bình trọng số của các nhãn trên điểm neo bởi 

công thức:  

1

( ) ( ), 1,
C

i ik k

k

r x z r u i n
=

= =  (1.5) 

 Với các ràng buộc 
1

1
C

ik

k

z
=

=  và 0ikz  , trong đó zik biểu diễn trọng số giữa điểm 

dữ liệu xi và điểm neo uk. Hình 1.11 biểu diễn mối quan hệ giữa điểm neo và các 

điểm dữ liệu. 
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Hình 1.11. Biểu diễn đồ thị Neo của điểm dữ liệu xi và điểm neo Uk với zik 

là ma trận biểu diễn mối quan hệ giữa dữ liệu và điểm neo 

Xây dựng cấu trúc đồ thị neo là cách tính vector trọng số zi cho mỗi điểm 

dữ liệu xi phụ thuộc vào hai vấn đề chính:  

1) Các phương pháp xác định điểm neo và số lượng của neo;  

2) Chi phí tính toán xây dựng đồ thị neo (tính vector trọng số). 

Thông thường các điểm neo được xác định bằng các phương pháp như: học 

chủ động [121], lựa chọn ngẫu nhiên hoặc phương pháp phân cụm là các giải 

pháp đáng kể cần lựa chọn. Trong các nghiên cứu gần đây [109, 116, 122] điểm 

neo được lấy là các tâm cụm thu được thông qua thuật toán phân cụm như K-

means trên toàn bộ cơ sở dữ liệu đặc trưng. Các thuật toán phân cụm được sử dụng 

để tìm các điểm neo là số lượng cụm C tâm cụm (giá trị C không nhất thiết phản 

ánh số cụm “thực tế” của dữ liệu). 

Để đo trọng số cục bộ giữa điểm dữ liệu xi và các điểm neo u gần xi nhất, trong 

[64], S. T. Roweis đã đề xuất hàm mục tiêu với ý nghĩa hình học rõ ràng: 

21
min || ||

2szi

i i ix U z


 

 
− 

 
           (1.6) 

Với điều kiện:  1 1,   0  1,..., ,T j

i iz z j s=   =  

z11+z12=1 
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Với U<i>={u1, u2,..,us} là s điểm neo gần xi nhất (<i> là các chỉ số của s 

điểm neo). Đây là dạng bài toán “ước lượng trọng số cục bộ”. Bài toán này có 

thể được giải bằng cách sử dụng quy hoạch toàn phương chuẩn (QP), tuy nhiên 

việc tính toán QP rất tốn nhiều thời gian. Do đó một số phương pháp đã được 

đề xuất để giải phương trình trên đó là phương pháp dựa trên phép chiếu 

Gradient [63] được đề xuất để tính toán ma trận trọng số và phương pháp hồi 

quy hàm nhân (Kernel Regression) [115] đã được áp dụng. 

Liu và các công sự [63] đã đề xuất các nguyên tắc để tính ma trận trọng 

số Z và ma trận kề W cho việc xây dựng đồ thị neo. Trong [63, 65] trọng số đo 

độ tương tự giữa xi và uj được tính bằng công thức:  

1

( ) ( , )

( ) ( , )

i i j

ij K

i i k

k

j K x u
Z

k K x u




=

=


 (1.7) 

Trong công thức (1.7) thì  0,1
K

i  là tập vector chỉ số, với ( ) 1i j =  nếu 

uj là điểm neo thứ s gần xi nhất. Tập các 1{ }K

j jU u ==  của K điểm neo được khởi 

tạo bằng phép toán phân cụm K-means (tâm các cụm là các điểm neo). 

Xây dựng ma trận kề W giữa các điểm dữ liệu được tính theo công thức: 

1 TW ZD Z−=  (1.8) 

Với 
1

n

kk ik

i

D Z
=

=  (là ma trận đường chéo, là tổng hàng k của ma trận Z). 

Phần chứng minh công thức (1.7) được trình bày ở PL3.  

Nhận xét: Các phương pháp lựa chọn điểm neo và số lượng điểm neo được 

đề xuất trong các nghiên cứu [42, 109, 115, 116, 122] chính là các tâm cụm thu 

được của thuật toán phân cụm K-means; Việc xây dựng đồ thị neo chính là bài 

toán ước lượng trọng số cục bộ giữa mỗi điểm dữ liệu và các điểm neo láng 

giềng. 

Như vậy bài toán xây dựng cấu trúc đồ thị neo hiệu quả thay thế cho đồ 

thị K-NN truyền thống độ phát biểu như sau: Cho tập dữ liệu
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1{ ,  ...,  } n m

nX x x R =   với n mẫu trong không gian m chiều việc xây dựng đồ thị 

neo GN(X,U,Z) được thực hiện qua các bước sau: 

Bước 1: Tìm C điểm 
1{ ,  ...,  } C m

cU u u R =   (C<<n) là tập các điểm neo phân 

bố trong cùng không gian tương tự với tập dữ liệu. 

Bước 2: Tìm s điểm neo gần nhất của mỗi điểm dữ liệu xi. 

Bước 3: Ước lượng và tính ma trận Z là ma trận kề chéo biểu mối quan hệ 

giữa các điểm dữ liệu và các điểm neo. 

Bước 4: Xây dựng quan hệ kề giữa các điểm dữ liệu thông qua điểm neo.  

Ở đây ma trận W là quan hệ kề giữa các điểm dữ liệu trong đồ thị G(X, W) 

dạng K-NN được biểu thông qua ma trận thưa Z trong cấu trúc đồ thị neo 

G(X,U,Z) hay còn được gọi là đồ thị lưỡng cực [63, 109].  

Ma trận kề W được xác định như sau: Khi các điểm dữ liệu có chung điểm 

neo thì W được tính theo công (1.8) (tức là 2 điểm dữ liệu có chung s điểm neo 

là kề nhau) ngược lại W=0; 

1.5. Tra cứu ảnh với xếp hạng đa tạp 

Các hệ thống CBIR thường sử dụng phương pháp đối sánh từng cặp bằng 

cách sử dụng các độ đo khoảng cách như Euclide, Mahalanobis, Cosine,… để 

đo sự tương tự giữa ảnh truy vấn và mỗi ảnh cơ sở dữ liệu. Mặt khác, hệ thống 

CBIR dựa trên MR là phương pháp khai thác các mối quan hệ phụ thuộc dữ 

liệu giữa vector đặc trưng ảnh truy vấn tất cả các vector đặc trưng ảnh dữ liệu 

trong không gian đặc trưng nhất định, đồng thời xếp hạng điểm số của các ảnh được 

dán nhãn để ảnh được gán nhãn lan truyền đến ảnh không có nhãn qua một đồ thị 

có trọng số [17, 39]. Trong các nghiên cứu [19, 28, 107, 114, 116] đã chứng minh 

được hiệu quả của MR trong CBIR với biểu diễn ảnh bằng kết hợp các đặc trưng 

mức thấp. Mặt khác trong không gian các đặc trưng trực quan mức thấp của ảnh 

có thể là một đa tạp [42, 61] do vậy hình ảnh liên quan có xu hướng hình thành 

các cụm nào đó trong không gian đặc trưng; hình ảnh không thích hợp có thể 

hình thành một số cụm dữ liệu khác nhau với ngữ nghĩa khác nhau. Giá trị xếp 
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hạng có thể được coi như một phép đo khoảng cách đa tạp, có ý nghĩa hơn để 

đối sánh mức độ liên quan ngữ nghĩa. 

Tra cứu dùng thuật toán MR trong CBIR: 

  

Hình 1.12. Quá trình tra cứu trong MR với đồ thị K-NN 

Các thuật toán MR đã chứng minh được hiệu quả trong CBIR trên các tập 

CSDL nhỏ với các điểm dữ liệu truy vấn ở trong CSDL, khi phát sinh một truy 

vấn ở ngoài CSDL các thuật toán MR chưa xử lý được và cho hiệu quả tra cứu 

rất thấp. Để thực hiện được trên các tập CSDL lớn và có thể mở rộng CSDL và 

tra cứu được theo thời thực, trong các nghiên cứu [17, 19, 115, 116, 122] đã đề 

xuất xếp hạng đa tạp hiệu quả trong CBIR. Các mô hình đề xuất chia hệ thống 

thành hai pha như hình 1.13. Hệ thống CBIR sử dụng xếp hạng đa tạp hiệu quả 

đã chứng minh được hiệu quả tra cứu trên CSDL lớn và có thể thực hiện theo 

thời gian thực và độ chính xác cũng được cải thiện. 

 

Hình 1.13. Hệ thống CBIR với SGR [122] 
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Tuy nhiên các hệ thống này có độ chính xác trong tra cứu chưa cao do mới 

chỉ biểu diễn ảnh bằng các vector đặc trưng mức thấp hoặc các phương pháp 

tìm điểm neo cho đồ thị điểm neo chưa được quan tâm (các điểm neo được 

chọn ngẫu nhiên hoặc đặt bằng tâm cụm bằng thuật toán phân cụm K-means). 

Ngoài ra, ở giai đoạn tìm các điểm neo gần một điểm dữ liệu cũng chưa kết hợp 

được các thuật toán xấp xỉ gần đúng (ANN) để tìm ra s điểm neo gần nhất của 

điểm dữ liệu xi, từ đó tìm được chính xác k-top ảnh có độ chính xác tốt nhất 

theo thứ hạng trả về sau tra cứu. 

1.6. Độ đo tương tự và tìm kiếm xấp xỉ láng giềng gần nhất 

1.6.1. Độ đo tương tự 

Để thu được tra cứu chính xác hơn và hiệu năng tốt hơn, các hệ thống 

CBIR xây dựng độ đo tương tự hiệu quả, mô tả và định lượng tốt các tương tự 

trong nhận thức của cong người. Một cách đơn giản để đo độ tương tự thị giác 

là sử dụng các độ đo khoảng cách. 

Với vector đặc trưng 
1 2{ , ,..., }ny y y y=  biểu diển ảnh truy vấn Q và vector 

đặc trưng 
1 2{ , ,..., }nx x x x= là vector đặc trưng của ảnh x X  trong tập cơ sở dữ 

liệu X (với số chiều vector là D), bài toán tìm kiếm lân cận gần nhất là tìm ra 

một vector *x X  thỏa mãn *( , ) min{ ( , ) | }d x y d x y x X=   với ( , )d x y  là độ đo 

metric của tập hợp điểm X, được định nghĩa như sau:  :d X X → , thoản mãn 

các điều kiện sau: 

( , ) 0

( , ) 0

( , ) ( , )

( , ) ( , ) ( , )

d x y

d x y x y

d x y d y x

d x z d x y d y z




=  


=
  +

 

Các độ đo khoảng cách có thể được sử dụng cho đối sánh tương tự trong 

lĩnh vực CBIR như: Minkowski, Mahalanobis, Cosine, Euclide … Trong đó 

Khoảng cách Euclide (khoảng cách L2) và khoảng cách Manhattan (khoảng 

cách L1) là trường hợp đặc biệt của độ đo Minkowski. Khoảng cách Euclide có 
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trọng số đã được sử dụng cho các mô men màu trong hệ thống MARS [83]. 

Khoảng cách Euclide có trọng số giữa hai vector x và y, được tính theo công 

thức:  
2

2

1

( , ) ( )
D

L i i i

i

d x y w x y
=

= −   

Với wi là trọng số của thành phần thứ i, xi và yi là thành phần của x và y 

tương ứng. 

Ngoài ra, khoảng cách thống kế Mahalanobis [80] được sử dụng để đo 

khoảng cách giữa một vector đặc trưng cụ thể và một phân phối đã cho. Khoảng 

cách Mahalanobis giữa hai ảnh X và Y được xác định như sau:  

1

1

1

( , ) ( | | )
D

r r
i i

i

d X Y x y S −

=

= −  với xi, yi (i=1,.,.D) là các vector đặc trưng của 

X và Y, ma trận hiệp phương sai S (nếu r=2 và S là ma trận đơn vị thì khoảng 

cách này tương đương với khoảng cách Euclide, nếu S là ma trận trực giao thì 

tương đương với khoảng cách Euclide chuẩn hóa). 

Một số công thức tính độ khoảng cách hay được sử dụng trong CBIR được 

mô tả như bảng sau: 

Bảng 1.2. Một số độ đo khoảng cách và công thức 

Độ đo Công thức tính 

Manhattan (Taxicab/City Block) 

(Khoảng cách L1) 
1

( , ) | |
k

i i

i

d x y x y
=

= −  (k là số block) 

Chebyshev ( , ) max(| |)i i
i

d x y x y= −  

Minkowski 
1

1

( , ) ( | | )
D

p p

i i

i

d x y x y
=

= −  

Cosine 
.

( , ) 1 cos 1
|| || . || ||

X Y
d X Y

X Y
= − = −  

 

Để đưa ra tập ảnh kết quả tra cứu, hệ thống tra cứu thường tính khoảng 

cách theo một độ đo khoảng cách nào đó của một ảnh truy vấn với toàn bộ ảnh 

trong tập dữ liệu và tiến hành sắp xếp theo thứ tự tăng dần theo giá trị khoảng 
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cách vừa tính được. Tập ảnh kết quả tra cứu bao gồm k ảnh có thứ hạng tốt nhất 

mà giá trị khoảng cách là nhỏ nhất. 

1.6.2. Tìm kiếm xấp xỉ láng giềng gần nhất (ANN) 

Trong CBIR, để việc tra cứu có hiệu quả, CSDL trước hết cần được lượng 

tử hóa, lập chỉ mục hoặc gom thành các cụm. Các quá trình lượng tử hóa, lập 

chỉ mục hay gom cụm này được thực hiện ở pha ngoại tuyến (offline) nên tốc 

độ không phải là vấn đề trọng tâm cần nghiên cứu. Trong thực tế, các hệ thống 

CBIR, khi thực hiện một tra cứu, thông thường vector đặc trưng truy vấn không 

có trong CSLD, do vậy việc tra cứu theo kiểu ANN [75, 123] được đề xuất để 

tìm ra k-vector gần với vector truy vấn nhất, như vậy kết quả nhận được là 

khoảng cách xấp xỉ giữa chúng. Do vậy việc tìm kiếm láng giềng gần nhất là 

một bài toán quan trọng để đưa ra các kết quả tìm kiếm chính xác trong CBIR.  

Tuy nhiên, với không gian dữ liệu rất lớn và số chiều vector đặc trưng của 

mỗi điểm dữ liệu rất cao, việc tìm kiếm chính xác một láng giềng gần nhất trở 

nên không khả thi. Do đó, phương pháp tìm kiếm xấp xỉ láng giềng gần nhất 

ANN [4] thường được sử dụng thay cho phương pháp tìm kiếm láng giềng 

chính xác. Các phương pháp tìm kiếm ANN tìm ra các lân cận dựa trên tính 

toán khoảng cách xấp xỉ giữa hai vector. 

Trong các hệ thống CBIR, thay vì đối sánh ảnh truy vấn với toàn bộ CSDL, 

việc đối sánh chỉ thực hiện trên một tập con nhất định (tập các tâm cụm chẳng 

hạn) nên việc tìm kiếm theo ANN có thể không đưa ra kết quả chính xác 100% 

như tìm kiếm chính xác, mà sẽ trả về kết quả gần đúng nhất trong thời gian 

ngắn nhất. Điều này là do thuật toán tìm kiếm ANN làm việc bằng cách xác 

định một tập hợp các điểm gần nhất và không đảm bảo tìm kiếm chính xác nhất. 

Tuy nhiên, với một bộ chỉ mục tốt hoặc một thuật toán gom cụm tốt và một 

thuật toán tìm kiếm phù hợp, kết quả của tìm kiếm ANN vẫn có thể rất chính 

xác và hiệu quả trong nhiều trường hợp.  
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1.7. Phương pháp đánh giá hiệu quả trong CBIR 

Trong tra cứu ảnh theo nội dung việc đánh giá hiệu năng là công việc quan 

trọng. Trong [68] Muller-Henning và các cộng sự đưa ra độ đo lường hiệu năng 

của các hệ thống CBIR thường sử dụng như là độ chính xác (precision (Pr)); 

độ triệu hồi (recall (Re)). Nếu số các ảnh liên quan đến ảnh truy vấn cụ thể là 

AQ, số các ảnh không liên quan đến truy vấn cụ thể là BQ, tổng số các ảnh được 

truy vấn DQ và số các ảnh liên quan được truy vấn EQ. 

Độ chính xác là tỉ số giữa các ảnh liên quan được truy vấn với tổng số các 

ảnh truy vấn, được tính theo công thức: Pr
Q

Q

E

D
=  

Độ triệu hồi là tỉ số giữa số ảnh liên quan được truy vấn với toàn bộ số 

ảnh có liên quan trong CSDL: Re
Q

Q

E

A
=   

Độ chính xác trung bình ARP (Average Retrieval Precision) thường được 

sử dụng để đánh giá độ chính xác của phương pháp được sử dụng trong CBIR. 

Hiệu quả truy vấn chung của một hệ thống được đo bằng trung bình tất cả độ 

chính xác. ARP được tính toán như sau: 

( )iARP average P=   (1.25) 

 Với Pi là độ chính xác của mỗi truy vấn (Độ chính xác trong tra cứu tại 

điểm dữ liệu thứ i). Nó là một độ đo hiệu quả để biểu diễn hiệu suất của hệ 

thống CBIR. Trong các thực nghiệm ở chương 2 và chương 3, luận án sử dụng 

độ chính xác trung bình để đánh giá hiệu quả của các phương pháp. 

Với trường hợp nhiều truy vấn, độ chính xác trung bình trên tất cả các truy 

vấn ký hiệu là MAP (Mean Average Precision) được định nghĩa như sau: 

1

1 Q

q

q

MAP AP
Q =

=   
(1.26) 
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Với Q là tổng số ảnh truy vấn. Công thức (1.26) được dùng để đánh giá 

hiệu quả tra cứu chung cho một hệ thống CBIR với Q ảnh đưa vào truy vấn. 

Tổng quan về các độ đo đánh giá hệ thống CBIR có thể tìm thấy trong 

[44]. Để thể hiện ý nghĩa thống kê, hiệu quả tra cứu được tính trên số lượng các 

truy vấn. Thông thường, số lượng các truy vấn là từ 100 đến 1000 [20]. Kích 

thước của tập dữ liệu ảnh là từ 1000 đến 20000 [99]. Với các hệ thống tra cứu 

quy mô lớn, kích thước tập dữ liệu có thể lên đến 80 triệu ảnh [96]. 

1.8. Một số CSDL thực nghiệm cho tra cứu ảnh 

Luận án tiến hành các thực nghiệm trên ba tập dữ liệu Corel30K, logo-2K+ 

[108] và VGGFACE2-S [13]. 

Tập dữ liệu thứ nhất: Bộ sưu tập hình ảnh gốc Corel Photo Gallery [45] 

nổi tiếng trong cộng đồng nghiên cứu bao gồm hơn 800 đĩa CD, mỗi đĩa chứa 

các ảnh của một khái niệm chủ đề cụ thể tiền cảnh nổi bật. Các khái niệm chủ 

đề này có thể rất rộng như “đại dương, mùa thu” hoặc có thể giới hạn phạm vi 

nhỏ hơn như “hoàng hôn, ảnh châu Phi”. Do sự phức tạp của các chủ đề ảnh 

thay đổi từ loại này sang loại khác và cỡ của bộ sưu tập là rất lớn nên toàn bộ 

tập ảnh thường không được sử dụng trong một hệ thống tra cứu cụ thể. Điều đó 

dẫn đến tình trạng mỗi nhóm nghiên cứu tạo ra bộ Corel con của riêng mình 

trong các thực nghiệm của họ. 

Để đánh giá độ chính xác của các phương pháp tra cứu, nhiều hệ thống 

CBIR sử dụng một tập con của Corel Photo Gallery gồm 31.695 ảnh làm tập 

dữ liệu ảnh thử nghiệm [45] gọi là tập Corel30K. Tập Corel30K bao gồm 306 

chủ đề khác nhau và mỗi chủ đề thường có 100 ảnh trừ một số ít chủ đề có 

nhiều hơn 100 ảnh. Kích thước của mỗi ảnh trong mỗi chủ đề cố định là 

256×384 hoặc 384×256. Một số ảnh minh họa trình bày như Hình 1.14. 
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Hình 1.14. Một số hình ảnh trong tập CSDL Corel30K 

Tập dữ liệu thứ hai Logo-2K+ [108], gồm 22725 hình ảnh logo của 303 

thương hiệu khác nhau và được đặt trong 303 nhóm, với mỗi nhóm gồm 75 ảnh của 

mỗi thương hiệu. Hình 1.15 chỉ ra một số mẫu ảnh trong tập dữ liệu này. 

 
 

Hình 1.15. Một số hình ảnh trong tập CSDL Logo-2K+ 

Cuối cùng tập dữ liệu VGGFACE2-S [13] là tập con của tập dữ liệu hình 

ảnh để nhận dạng khuôn mặt VGGFACE2 với 169396 ảnh trong 500 lớp. Tập 

VGGFACE2-S bao gồm 60000 ảnh chia thành 500 nhóm với mỗi nhóm 120 

ảnh của mỗi người được lấy ngẫu nhiên từ tập dữ liệu VGGFACE2. Hình 1.16 

chỉ ra một số mẫu ảnh trong tập này. Ảnh trong các tập dữ liệu có kích thước, 

độ phân giải và mầu sắc khác nhau. 
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Hình 1.16. Một số hình ảnh trong tập CSDL VGGFACE2-S 

Các tập dữ liệu này được tổ chức thành các lớp ngữ nghĩa theo cách con 

người nhận thức về độ tương tự. Mỗi lớp biểu diễn một chủ đề ngữ nghĩa khác 

nhau, các ảnh trong cùng một lớp được xem là liên quan. Bảng 1.4 mô tả số 

lượng và số lớp ảnh trong các tập dữ liệu thực nghiệm. 

Bảng 1.3. Các tập dữ liệu ảnh 

Tập ảnh Số lượng ảnh Số lớp ảnh 

Logo-2K+ 22725 303 

Corel30K 31695 306 

VGGFACE2-S 60000 500 

 

1.9. Kết luận chương 1  

Trong chương 1 luận án đã trình bày tổng quan về tra cứu ảnh dựa vào nội 

dung với xếp hạng đa tạp. Bên cạnh đó luận án phân tích về dữ liệu đa tạp trong 

tra cứu ảnh. Từ các phân tích và đánh giá về xếp hạng đa tạp trong tra cứu ảnh 

luận án đã phát hiện và đề xuất, chứng minh Bổ đề 1 là đảm bảo toán học cho 

các nghiên cứu về tra cứu ảnh theo hướng tiếp cận dữ liệu đa tạp như học đa 

tạp và xếp hạng đa tạp.  
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Cũng ở trong chương này luận án tập trung giới thiệu và phân tích các 

thuật toán xếp hạng đa tạp (MR, EMR) trong CBIR, qua đó rút ra một số hạn 

chế của các thuật toán trên như sau:  

- Các hệ thống CBIR sử theo hướng tiếp cận xếp hạng đa tạp thường mới 

sử dụng các đặc trưng mức thấp dẫn đến độ chính tra cứu xác chưa cao. 

- Việc triển khai toán xếp hạng đa tạp như MR không khả thi áp trên các tập 

CSDL lớn với số chiều vector đặc trưng ảnh rất cao (với các hạng tầng tính toán 

không chuyên dụng - chẳng hạn các máy tính không hỗ trợ GPU). 

- Để xếp hạng được các CSDL ảnh lớn, các thuật toán xếp hạng đa tạp cải 

tiến như EMR, SGR, AGR…thường sử dụng phương pháp tìm các điểm neo 

(mỗi điểm đại diện cho một nhóm vector) được chọn bằng phương pháp phân 

cụm K-means và chưa có nghiên cứu nào đề xuất phương pháp tìm điểm neo 

mới hiệu quả hơn. 

Chương 2 và Chương 3 của luận án này sẽ tập trung cải tiến thuật toán 

EMR đề nâng cao độ chính xác cho các hệ thống CBIR. 
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Chương 2 

NÂNG CAO ĐỘ CHÍNH XÁC TRA CỨU ẢNH VỚI XẾP HẠNG ĐA 

TẠP CẢI TIẾN 

 

Trong Chương 1 đã giới thiệu và phân tích một số kỹ thuật được sử dụng 

trong CBIR và xếp hạng đa tạp cũng như các nghiên cứu về đa tạp trong CBIR. 

Để nâng cao độ chính xác trong CBIR, trong Chương 2 chúng tôi đề xuất 

phương pháp tìm điểm neo mới cho thuật toán EMR ở đó thay thế phương pháp 

tìm điểm neo sử dụng K-means bằng thuật toán lvdc-FCM và áp dụng cho CBIR 

trên các tập dữ liệu lớn. Nội dung những đề xuất của chương này là kết quả đã 

được công bố tại công trình nghiên cứu [CT1, CT2, CT4].  

2.1. Giới thiệu  

Xếp hạng đa tạp – MR [125, 126] và xếp hạng đa tạp hiệu quả- EMR [115, 

116] là các thuật toán xếp hạng dựa trên đồ thị, đã được áp dụng rộng rãi trong 

việc truy xuất thông tin và được chứng minh là có hiệu suất cao trên nhiều loại 

dữ liệu khác nhau. Đặc biệt, trong các nghiên cứu [59, 127] MR đã được áp 

dụng để truy cứu hình ảnh dựa trên nội dung vì khả năng nổi bật của thuật toán 

trong việc khám phá cấu trúc hình học đa tạp của cơ sở dữ liệu hình ảnh. Tuy 

nhiên, xếp hạng đa tạp có nhược điểm là khi xử lý các cơ sở dữ liệu quy mô lớn 

- đòi hỏi chi phí tính toán cao, cả trong giai đoạn xây dựng đồ thị và tính toán 

xếp hạng, điều này hạn chế khả năng ứng dụng của MR- đối với các hệ thống 

CBIR có tập dữ liệu lớn và vector đặc trưng biểu diễn ảnh có số chiều cao dẫn 

đến không tra cứu theo thời gian thực và độ chính xác chưa được như mong 

muốn của người dùng. Để giải quyết những hạn chế của MR, các nghiên cứu 

như: Sử dụng xếp hạng đa tạp với đa đặc trưng trong tra cứu ảnh - MMR (Multi-

Manifold Ranking: Using Multiple Features for Better Image Retrieval) [113], 

tra cứu ảnh dựa trên mở rộng xếp hạng đa tạp SMR(Scaling manifold ranking 

based image retrieval) [33], xếp hạng đa tạp nhanh cho tra cứu ảnh dựa vào nội 
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dung -FMR(Fast manifold-ranking for content-based image retrieval) [41], tra 

cứu ảnh dựa vào xếp hạng đa tạp không đồng nhất -HMR(Heterogeneous 

Manifold Ranking for Image Retrieval) [114], tra cứu ảnh dựa vào xếp hạng đa 

tạp tổng quát - GMR-Generalized manifold-ranking-based image retrieval [39] 

… các phương pháp trên đều dựa vào xếp hạng đa tạp tổng quát với các điểm 

dữ liệu được xây dựng dựa vào đồ thị K-NN và ổn định toàn cục, khi CSDL lớn 

việc xây dựng độ thị K-NN và xếp hạng tra cứu theo công thức (1.3) là tính ma 

trận nghịch đảo là không khả thi và chưa xử lý các tình huống tra cứu với điểm 

truy vấn bên ngoài CSDL.   

Do vậy  các phương pháp mở rộng và thay thế đồ thị K-NN trong MR như: 

Mở rộng mô hình xếp hạng dựa vào đồ thị trong tra cứu ảnh theo nội dung - 

EMR: A Scalable Graph-based Ranking Model for Content-based Image 

Retrieval [116], Xếp hạng đa tạp nhanh với đồ thị 2 phía cục bộ- LBMR(Fast 

Manifold Ranking With Local Bipartite Graph) [19], Học bán giám mở rộng 

thông qua chuẩn hóa hiệu quả đồ thị điểm neo - SSL (Scalable semi-supervised 

learning by efficient anchor graph regularization) [109], Tăng cường phản hồi 

liên quan dài hạn trong CBIR với tối ưu hóa mở rộng độ thị con - SRG (A 

scalable sub-graph regularization for efficient content based image retrieval 

with long-term relevance feedback enhancement) [122], các phương pháp đề 

xuất nhắm khắc phục hạn chế của thuật toán xếp hạng đa tạp MR và thực hiện 

tính toán xếp hạng được trên các tập CSDL lớn có số chiều vector cao, các 

phương pháp này tập trung giải quyết hai vấn đề chính:  

Thứ nhất: Xây dựng cấu trúc đồ thị “neo” và tính toán xếp hạng hiệu quả 

hơn với các truy vấn mẫu ngoài CSDL. 

Thứ hai: Xây dựng mô hình tính toán xếp hạng đa tạp hiệu quả bằng cách 

thiết lập một biểu diễn mới của ma trận kề nhằm tăng tốc độ tính toán xếp hạng 

và giảm kích thước lưu trữ dữ liệu.  

Trong đó để tìm và ước lượng số điểm neo phù hợp với CSDL cho trước, 
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cách phổ biến trong các nghiên cứu thường gán các điểm neo chính là các điểm 

“tiềm năng” được chọn ngẫu nhiên trong CSDL hoặc là các tâm cụm thu được 

từ việc áp dụng thuật toán phân cụm cứng K-means [98, 116, 122] trên các tập 

dữ liệu đặc trưng ảnh. Các tiếp cận này là hiệu quả nhưng vẫn tồn tại hạn chế 

là các điểm neo được không biểu diễn được trường hợp một điểm dữ liệu có 

nhiều hơn một điểm neo đại diện nó. 

Trong phần này luận án đề xuất kỹ thuật phân cụm mờ lvdc-FCM cho việc 

tìm tập neo cho thuật toán xếp hạng EMR và xây dựng mô hình tra cứu ảnh dựa 

vào thuật toán EMR-(lvdc-FCM) với đặc trưng mức thấp của ảnh. 

2.2. Kiến trúc CBIR đề xuất 

Mô hình đề xuất hệ thống CBIR với đặc trưng mức thấp như hình 2.1. 

 

 

 

 

 

 

 

Hình 2.1. Mô hình hệ thống đề xuất CBIR với đặc trưng 

mức thấp sử dụng EMR-(lvdc-FCM) 

 

Kiến trúc đề xuất hệ thống CBIR trong hình 2.1 bao gồm các bước sau: 

+ Pha ngoại tuyến:  
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1. Cơ sở dữ liệu ảnh được trích rút các đặc trưng mức thấp và kết hợp đặc 

trưng (chẳng hạn kết nối các đặc trưng biểu diễn mầu, hình dạng và kết cấu 

ảnh) được tập dữ liệu các vector đặc trưng. 

2. Chuẩn hóa các vector đặc trưng mức thấp [97]. 

3. Tìm các điểm neo bằng lvdc-FCM [CT1, CT2, CT4] 

4. Xây dựng đồ thị neo cho thuật toán EMR [116]. 

+ Pha trực tuyến:  

Ảnh truy vấn được trích rút đặc trưng và sử dụng thuật toán EMR-(lvdc-

FCM) đối sánh và xếp hạng các ảnh tương tự và đưa ra kết quả truy vấn [CT1, 

CT2, CT4]. 

Cấu trúc đồ thị neo trong EMR được xây dựng với các bước sau (đảm bảo 

tạo ra một đồ thị thưa trên tập CSDL đặc trưng ảnh với vector đặc trưng có số 

chiều rất cao):  

Bước 1: Xây dựng C điểm neo: Chọn C điểm từ không gian dữ liệu hoặc 

có thể thông qua một quá trình lựa chọn ngẫu nhiên hoặc một phương pháp tối 

ưu nào đó. Điểm neo này sẽ đóng vai trò là các điểm tham chiếu trong không 

gian dữ liệu. 

Bước 2: Tìm s điểm neo gần nhất với mỗi điểm dữ liệu xi: Đối với mỗi 

điểm dữ liệu trong tập X, xác định s điểm neo gần nhất với nó, thường dựa trên 

một tiêu chí khoảng cách như khoảng cách Euclide. 

Bước 3: Tìm trọng số hồi quy zi của s điểm neo đối với mỗi điểm dữ liệu: 

Đối với mỗi điểm dữ liệu, tính các trọng số hồi quy zi mà thông qua đó có thể 

biểu diễn mối quan hệ giữa các điểm dữ liệu dựa vào các điểm neo. 

Bước 4: Xây dựng ma trận hồi quy Z: Ma trận Z được tạo ra từ các trọng 

số hồi quy của tất cả các điểm dữ liệu, thể hiện mức độ liên kết của từng điểm 

dữ liệu với các điểm neo của nó. 

Bước 5: Xây dựng ma trận kề có trọng số W: Dựa trên ma trận hồi quy Z, 

xây dựng ma trận kề W để biểu diễn mối quan hệ và sự tương tác giữa các điểm 

dữ liệu ban đầu dựa vào các điểm neo. 

2.1. Xây dựng đồ thị neo trong thuật toán EMR 

Bước đầu tiên của việc xây dựng cấu trúc đồ thị neo bao gồm việc xây 
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dựng C điểm neo đại diện cho các điểm trong CSDL với số chiều vector được 

bảo toàn. Đây có thể là C điểm được lấy mẫu ngẫu nhiên các điểm từ không 

gian dữ liệu đầu vào X ∈ Rn×D hoặc được xây dựng theo những cách phức tạp 

hơn như phân cụm. Trong bước này, luận án sử dụng tâm cụm thu được từ thuật 

toán lvdc-FCM (thuật toán 2.1) làm điểm neo. Thuật toán lvdc-FCM là một 

phương pháp phân cụm không giám sát mềm, tạo ra C tâm cụm ở đó mỗi điểm 

dữ liệu có thể có nhiều hơn một tâm cụm đại diện. Từ thuật toán 2.1 thu được 

tập tậm cụm {Ac} và ta gán U={Ac}2≤c≤C. 

2.2.1. Phương pháp tìm điểm neo bằng thuật toán lvdc- FCM  

Trong các nghiên cứu về EMR [63, 115, 116, 122], phương pháp tìm điểm 

neo ở bước một luôn được thực hiện thông qua chọn ngẫu nhiên trong tập dữ 

liệu gốc hoặc dùng thuật toán phân cụm K-means. Do hạn chế của K-means là 

tìm ra tập tập cụm có dạng hình cầu và mỗi điểm dữ liệu chỉ thuộc vào 1 tâm 

cụm duy nhất. Như vậy nếu dữ liệu phân bố theo dạng 2-moon (hình 2.2) hoặc 

trong trường hợp các điểm dữ liệu có nhiều hơn một tâm cụm đại diện thì thuật 

toán phần cụm K-means chưa xử lý tốt.  

Từ các ý tưởng trên luận án đề xuất phương pháp tìm điểm neo bằng thuật toán 

phân cụm dựa trên cải tiến thuật toán FCM (được gọi lại lvdc-FCM). 

 

Kết quả phân cụm theo K-means           Kết quả mong muốn 

Hình 2.2: Kết quả phân cụm K-means và kết quả mong muốn  

trên tập dữ liệu phân bố theo 2-moon 

Thay thế K-means bằng thuật toán cải tiến FCM (Fuzzy C-means) để tìm 

điểm neo cho EMR mang lại một sự cải tiến quan trọng. FCM cho phép gán 
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mức độ "mờ" cho mỗi điểm dữ liệu thuộc vào các cụm, thay vì giới hạn vào 

một cụm duy nhất như trong K-means. Khi sử dụng FCM thay thế cho K-means 

trong quá trình tìm điểm neo cho EMR dựa trên các nhận xét sau: 

Linh hoạt hơn với mức độ "mờ": FCM linh hoạt hơn khi cho phép mỗi điểm 

dữ liệu được gán mức độ "mờ" tới tất cả các cụm. Điều này tạo điều kiện để thể 

hiện mức độ liên quan của mỗi điểm đến từng cụm riêng biệt. Trong trường hợp 

dữ liệu không thể được phân chia rõ ràng vào các cụm, FCM có khả năng xác 

định các tâm cụm (chính là các điểm neo) chính xác hơn. 

Việc thay thế K-means bằng FCM không chỉ giải quyết một số hạn chế 

của phương pháp trước đó mà còn mang đến khả năng mở rộng và khám phá 

sâu hơn về mối quan hệ giữa các điểm dữ liệu trong quá trình xếp hạng đa tạp. 

Thuật toán phân cụm mờ hay được gọi là phân cụm mềm là một kỹ thuật 

phân cụm ở đó một đối tượng có thể thuộc về nhiều cụm với độ thuộc khác 

nhau. Nghĩa là, trong phân cụm mờ, giá trị các độ thuộc µ không chỉ là 0 hoặc 

1 mà có thể có giá trị trong dải từ 0 đến 1. Thuật toán phân cụm mờ được giới 

thiệu bởi Dunn [98] và sau đó được sửa đổi bởi Bezdek [99] gọi là thuật toán 

Fuzzy C-Means (FCM).  

Cho tập dữ liệu 1{ ,..., ,..., } D

i nX x x x R=  ta phân X thành C cụm. Trong đó 

C là số cụm (C∈N+, C≥2), n là số đối tượng dữ liệu, D là số đặc trưng của dữ 

liệu (số chiều vector đặc trưng). A = {A1, A2, …, Ac} là các tâm cụm, dci là bình 

phương khoảng cách Euclid từ đối tượng dữ liệu xi∈X tới tâm cụm Ac, được 

định nghĩa như sau:  

2 2 2

1

|| , || ( ) ( ) , 1, , 1,
D

ci i c i c ik ck

k

d x A x A x A c C i n
=

= = − = − = =                   (2.1) 

Gọi µ=[µci]n×C là ma trận độ thuộc (biểu thị mức độ mà mỗi điểm dữ liệu 

xi có thể thuộc vào các cụm khác nhau Ac) với ràng buộc:  
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1

1

0 1,   1,  , 1

1,    =1,

0 ,   =1,

ci

c

ci

c

n

ci

i

i n c C

i n

c C







=

=


    =  



= 



 






              (2.2) 

Ma trận độ thuộc µ được ước lượng khi giải hàm mục tiêu của FCM cho 

bởi công thức (2.3): 

2

1 1

( , , )
n C

p

FCM ci i c

i c

J A X x A 
= =

= −                     (2.3) 

Công thức tính ma trận độ thuộc µ= [µci]n×C như sau:  

2

1

1

1
, 1ci

pC
ci

j ij

p

d

d


−

=

= 

 
  
 



                         (2.4) 

Ở đây, tập tâm cụm {Ac}được tính như sau:  

1

1

,      1,

n
p

ic i

i
c n

p

ic

i

x

A c C





=

=

= =



                 (2.5) 

Số mũ p>1 được sử dụng để điều chỉnh trọng số ảnh hưởng của các giá trị 

hàm thuộc, p lớn sẽ tăng độ mờ của hàm mục tiêu JFCM. Đối với hàm mục tiêu 

FCM thì thường lựa chọn p=2. Với thuật toán FCM cơ bản được trình bày trong 

PL5 của luận án. 

Thuật toán phân cụm mờ được áp dụng trong nhiều lĩnh vực khác nhau. 

Tuy nhiên khi thực hiện phận cụm trên các tập dữ liệu lớn, thuật toán FCM phụ 

thuộc vào việc khởi tạo các tâm cụm hoặc khởi tạo ma trận độ thuộc, nếu khởi 

tạo không tốt có thể dẫn đến hội tụ địa phương và mất nhiều nhiều vòng lặp 

tính toán [38]. 
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Trong CBIR, tập dữ liệu ảnh thô được biểu diễn dưới dạng các vector đặc 

trưng mức thấp hoặc đặc trưng mức cao hoặc kết hợp cả hai loại đặc trưng trên. 

Các vector biểu diễn ảnh thường có chiều rất cao với mục đích diễn tả được nhiều 

nội dung của ảnh và giảm khoảng cách ngữ nghĩa. Do không gian của tập dữ liệu 

vector đặc trưng có chiều rất cao nên việc phân cụm dữ liệu gặp nhiều trở ngại 

trong tính toán. Các thuật toán phân cụm vector đặc trưng được áp dụng để phân 

hoạch không gian vector đặc trưng thành nhiều cụm điển hình như thuật toán 

phân cụm FCM (Fuzzy C-Means) [9, 38, 101]. Với phân cụm mờ có thể liên kết 

mỗi điểm dữ liệu với nhiều hơn một cụm với mức độ thuộc trong khoảng từ 0 

đến 1. Do vậy, để áp dụng được thuật toán FCM trong phân cụm vector đặc 

trưng ảnh ta cần hiệu chỉnh trong bước khởi tạo và ở phép tính ma trận độ thuộc 

được thực hiện ở phần sau. 

Cho trước một cơ sở dữ liệu (CSDL) vector đặc trưng mức thấp 

 
1

n D

i i n
LF LF R 

 
=  của tập CSDL có n ảnh với LFi là vector đặc trưng D chiều 

của ảnh Ii, dữ liệu đặc trưng mức thấp LF được phân thành C cụm (số cụm đề 

xuất thường bằng khoảng 5-10% của các điểm trong CSDL), thuật toán lặp 

FCM theo công thức (2.1) cực tiểu hóa hàm mục tiêu theo công thức được viết 

lại như sau: 

2

1 1

( , ) min
n C

p

ci i c

i c

J A LF A 
= =

= − →             (2.6) 

Trong đó các hằng số p > 1, ,   2C N C n+   , dim( ),    1,iD LF i n=  =  và độ 

đo khoảng cách Euclide: 

( )2 2

1

,  1,  ,  1,   
i c

D

ij cj

j

LF A LF A c C i n
=

− = −  = =  (2.7) 

Cho µci ký hiệu là độ thuộc của đặc trưng mức thấp LF của ảnh thứ i đối 

với cụm c, µ =[µci]C×n là ma trận độ thuộc đối tượng kích thước C×n, các ràng 

buộc cho ma trận độ thuộc [µci]C×n theo công thức (2.2).  
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Để đạt được kết quả tối ưu, công thức lặp giải hàm mục tiêu (2.6) đạt cực 

tiểu với các thành phần Ac và µ =[µci]C×n được cho như sau: 

2

1

' 1 '

1
1, , 1, , ci

C p
i c

c i c

c C i n

LF A

LF A


−

=

 = = =

 − 
 

−  


 

(2.8) 

1

1

1, ,

n
p

ci i

i
c n

p

ci

i

LF

c C A





=

=

 = =



 (2.9) 

Nhận thấy rằng trong công thức (2.8) và (2.9) ở trên, tất cả các vector đặc 

trưng của CSDL ảnh đều tham gia vào việc tính toán lại tâm cụm và ma trận độ 

thuộc. Tương tự như K-means, khi cập nhật tâm cụm mới thì thực tế là không 

phải tất cả các phần tử điểm dữ liệu đều có ảnh hưởng đến quá trình hiệu chỉnh 

tâm cụm, mà chỉ có các phần tử gần tâm cụm Ac nhất mới tham gia vào việc 

hiệu chỉnh tâm [46].  

Do các đặc điểm trên, luận án đề xuất cải tiến các công thức (2.8) tính ma 

trận độ thuộc như sau: 

, 2

1

' 1 '

1
max , ,  1, ,  1,c i

C p
i c

c i c

c C i n

LF A

LF A

 
−

=

 
 
 
 

=  = = 
  − 
  

−    


 (2.10) 

Và công thức (2.9) tính tâm cụm đề xuất như sau:  

, ( ') ( ')

' 1

, ( ')

' 1

,     1,

b

b

n
p

c nbest i nbest i

i
c n

p

c nbest i

i

LF

A c C





=

=

=  =



 (2.11) 

Trong đó µɛ là một hằng số dương rất nhỏ và nb là tham số chỉ số các 

vector đặc trưng của CSDL ảnh I gần Ac nhất và nbest(i) là vector thứ i trong 

nbest vector gần Ac nhất.  
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Cuối cùng ta chuẩn hóa các độ thuộc , C nc i


    theo công thức:  

,

,

',

' 1

,  1, ,  1,
c i

c i

C

c i

c

c C i n





=

= = =


 

(2.12) 

Việc chuẩn hóa này đảm bảo tổng các độ thuộc của một mẫu dữ liệu cho 

trước luôn bằng 1.    
,

1

1,   1, ,   1,
C

c i

c

c C i n
=

= = =  

Thuật toán FCM cải tiến để xác định các tâm cụm (chính là các điểm neo) 

như sau: 

Thuật toán 2.1.  lvdc- FCM (Xác định các điểm neo bằng FCM cải tiến)  

Input:  
1 i niLF LF
 

= dữ liệu đặc trưng mức thấp, hằng số p > 1, C số cụm 

mong nuốn (C có thể rất lớn từ 10% đến 20% của số các ảnh trong CSDL),

dim( ),  1,iD LF i n= = , nb là số nbest các điểm gần một tâm cụm , 1,cA c C= , µɛ > 

0 và Lmax là số vòng lặp tối đa. 

Output: Tập các tâm cụm (điểm neo)   
1c c C

A
 

. 

Bước 1:  

1.1 Khởi tạo tập tâm cụm (*)  

1.2: Tính J0(A,µ) theo công thức (2.6) (Sử dụng FCM gốc giải hàm 

mục tiêu này) 

Bước 2: Lặp 1,l L= : 

2.1: Tính ma trận độ thuộc  ci C n
 


= theo công thức (2.10).  

2.2: Chuẩn hóa các độ thuộc  , 1 ,1c i c C i n


   
theo ràng buộc (2.2) và bằng 

công thức (2.12) 

2.3: Tính lại tâm các cụm  
1c c C

A
 

theo công thức (2.11). 

2.3: Tính Jl(A, µ) theo công thức (2.6). 

2.4. Ra khỏi vòng lặp nếu 1( , ) ( , )l lJ A J A −  (sai số dưới ngưỡng) 
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hoặc l>Lmax. 

Bước 3: Trả về  
1c c C

A
 

. 

 (*) {a. Khởi tạo bằng K-means; 

b. Chọn C vector phân biệt, ngẫu nhiên trong tập vector dữ liệu {LFi}; 

c. Khởi tạo ma trận độ thuộc thưa ngẫu nhiêu µc,i với kích thước C×n là các giá trị 

ngẫu nhiên nhỏ theo ràng buộc (2.2)} 

Với việc đề xuất các công thức cập nhật ma trận độ thuộc theo (2.10) và 

hiệu chỉnh tâm cụm theo công thức (2.11) đảm cho thuật toán cải tiến lvdc-

FCM có thể thực hiện khởi tạo bằng nhiều cách theo (*) với số lượng tập tâm 

cụm có thể rất lớn.  

Độ phức tạp của thuật toán 2.1 là:  

Bước khởi tạo C tâm cụm bằng thuật toán K-means là: ( )* *O n C D  

Xác định n × C khoảng cách giữa từng tâm cụm và các điểm dữ liệu: 

O(L*n*C*D) 

Xác định nb láng giềng từng tâm cụm:  O(1) 

Độ phức tạp của phần ước lượng ma trận độ thuộc: )( * * bO L C n  

Độ phức tạp của phần cập nhật tâm cụm: )( * * *bO L C n D  

Do vậy độ phức tạp toàn bộ thuật toán là:  ( )* *O n C D + O(L*n*C*D)+ 

)( * * bO L C n + )( * * *bO L C n D ở đây D là số chiều vector, L là số vòng lặp tối đa, 

C là số tâm cụm, nb là số nbest các điểm gần một tâm cụm Ac. 

2.2.2. Tìm các điểm neo gần nhất của một điểm dữ liệu  

Bước thứ hai của việc xây dựng đồ thị neo là tìm các điểm neo gần nhất 

cho mỗi điểm dữ liệu đặc trưng mức thấp LFi. Điều này có thể dễ dàng được 

thực hiện bằng cách sử dụng các độ đo khoảng cách d(LFi, Ac) đã được chuẩn 

hóa như Euclide, Mahalanobis giữa mỗi điểm dữ liệu và tâm cụm (tập các điểm 

neo) như trong Thuật toán 2.2 sau: 
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Thuật toán 2.2.  S_Neighbors(LF,U)  

(Xác định s điểm neo gần nhất của mỗi điểm dữ liệu)   

Input: Các điểm LF={LFi}1≤i≤n∈RD, các điểm neo U={Ac}2≤c≤C. 

Output: s điểm neo gần nhất cho mỗi điểm dữ liệu LFi. 

1: for i = 1 : n do 

2:        for j = 1 : C do 

3:    dist[j]= d(LFi,Ac)  

4:        anchor_neighbor[i] = argpartition(dist,s) 

5: return s = anchor_neighbor  

ở đây: d(LFi,Ac) là khoảng cách L2 từ điểm LFi đến điểm neo Ac và lưu 

vào mảng dist[j];  

argpartition: Hàm này nhận vào một mảng và một số nguyên s, trả về 

mảng gồm s chỉ số của các phần tử nhỏ nhất trong mảng đầu vào. 

Kết quả trả về là s điểm neo gần điểm mỗi điểm dữ liệu LFi nhất, ta ký 

hiệu là A[s]. 

2.2.3. Tính trọng số hồi quy giữa điểm neo và điểm dữ liệu 

Xây dựng ma trận trọng số C nZ  biểu diễn mối quan hệ giữa các vector 

đặc trưng mức thấp trong 1{ } n D

i i nLF LF 

 =   và các điểm neo trong 

1{ }c c CA A  = . Hàm giá trị  ( ) | :r LF r LF →  được ước lượng cho mỗi điểm dữ liệu 

với các điểm neo như là một trung bình trọng số của các nhãn trên điểm neo. 

 1

( ) ( ) ,   1,     
C

i ki k

k

r LF z r A i n
=

= =               (2.13) 

                 Với điều kiện           1

=1 

0

C

ki

k

ki

z

z

=




 


                (2.14)  

Do vậy khi đã tìm thấy s điểm neo lân cận của từng điểm dữ liệu, các trọng 

số hồi quy giữa điểm neo và các điểm dữ liệu được xây dựng bằng cách giải 

quyết bài toán tối ưu hóa sau: 
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2
| ( )|

( )

1

1
min  ( )

2

i

i
i

NN LF

i i s NN LF is
z

s

z x A z 

=

= −                 (2.15) 

Với ràng buộc    1, 0is is
z z=                     (2.16) 

Trong đó NN(LFi) là chỉ số của các điểm neo gần nhất của LFi. 

Bài toán đặt ra mục tiêu tìm ra một vector trọng số zi cho mỗi điểm dữ liệu 

LFi sao cho tổng trọng số của các điểm neo gần nhất nhân với trọng số của 

chúng, sẽ tái tạo lại LFi một cách chính xác nhất. Công thức tính zi (2.15) và 

điều kiện (2.16) đảm bảo rằng tổng trọng số là 1 và các trọng số không âm. 

Ngoài ra, công thức (2.15) và điều kiện (2.16) chỉ xét và biểu diễn mức độ liên 

quan của s điểm neo gần một điểm dữ liệu mà không cần xét mối quan hệ giữa 

tất cả các điểm neo với một điểm dữ liệu. Điều này đảm bảo cho ma trận Z={zis} 

là một ma trận rất thưa. Đây là một phần quan trọng trong việc xây dựng các 

đặc trưng hoặc không gian đặc trưng mới từ dữ liệu gốc, ở đó các mối quan hệ 

cục bộ giữa các điểm dữ liệu được bảo toàn. 

Để tính vector trọng số hồi quy zki của mỗi điểm dữ liệu với các điểm neo 

gần nhất, luận án sử dụng phương pháp hồi quy hàm nhân Nadaraya-Watson 

để gán các trọng số theo công thức (2.17): 

( , )

,

 ( , );  
,

0                                     ( , )

s

s

b

i k

d

s

b

ki i k

d

k N i s s

b

d LF A
K

d
k N i s

z d LF A
K

d

k N i s



  
  

   
=  

 
 

  


          (2.17) 

Để gán trọng số cho zki ta sử dụng hàm nhân Epanechnikov là phương 

trình bậc 2: 

23
(1 )     1

( ) 4

0              

t if t
K t

otherwise


− 

= 



                                         (2.18) 

Và các thông số như sau:   
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     
( , )

( , ) ( , ; ),

max ( , )
b

b i l

s i l
l N i s

N i s nbest LF A s

d d LF A


=

=  (2.19) 

Với nbest(i) là vector thứ i trong nbest vector gần Ac nhất và d(LFi,Al)- 

khoảng cách L2 giữa hai vector có cùng kích thước. 

Với k là chỉ số của điểm neo cụ thể khi đang xét đến mối quan hệ giữa một 

điểm dữ liệu xi và điểm neo đó Ak trong quá trình tính toán trọng số zki. l là chỉ 

số dùng để lặp qua tất cả các điểm neo trong quá trình tính tổng mẫu số của 

phân số khi tính zki. Mẫu số này là tổng trọng số của tất cả các điểm neo đối với 

điểm dữ liệu cụ thể xi, được dùng để chuẩn hóa trọng số zki sao cho tổng trọng 

số đối với mỗi xi bằng 1. 

Hình 2.3 minh họa cách các điểm dữ liệu được kết nối với các điểm neo, 

trong đó các cạnh là trọng số hồi quy. 

Hình 2.3. Biểu diễn đồ thị Neo của điểm dữ liệu LFi và điểm neo Ak với zki 

là trọng số hồi quy biểu diễn mối quan hệ giữa dữ liệu và điểm neo (s=3) 

2.2.4. Xây dựng ma trận hồi quy 

Trong bước này ta xây dựng ma trận hồi quy Z như sau: 

   { ,..., },  1 ;i k kiZ z i i n k s  =                     (2.20) 
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Với <k> là các chỉ số của s điểm neo gần điểm dữ liệu i nhất (được tìm ở 

thuật toán 2.2) và ma trận Z có chiều (C×n).  

Việc xây dựng ma trận hồi quy được thực hiện như trong Thuật toán 2.3. 

Thuật toán 2.3.  Regression_Weights(LF, U, s)  

                        Xây dựng Ma trận hồi quy   

1:  {1,..., } _ ( , )i nk S Neighbors LF U  =  

2:   for i = 1 : n do 

3:   Tính zki theo các công thức (2.17), (2.18), (2.19)  

   và theo ràng buộc (2.16) 

4:  ,k i kiZ z  =  

5:  return       Z 

Mỗi phần tử zki của ma trận Z biểu diễn trọng số mà điểm dữ liệu LFi gán 

cho điểm neo Ak (Ak ∈A[s] gần LFi nhất), và trọng số này được mịn hóa thông 

qua hàm nhân hồi quy. Điều này cho phép Z nắm bắt được mối quan hệ phi 

tuyến giữa các điểm dữ liệu và các điểm neo. 

Như vậy ma trận trọng số hồi quy Z là ma trận “đo mức độ” quan hệ giữa 

các điểm dữ liệu và điểm neo; Ma trận trọng số hồi quy Z là ma trận thưa, các 

phần tử khác 0 tương ứng trong ma trận biểu thị mối quan hệ giữa các điểm 

dữ liệu và các điểm neo. 

2.2.5. Xây dựng ma trận kề 

Ma trận kề có trọng số biểu diễn mối quan hệ giữa các điểm dữ liệu trong tập 

dữ liệu LF∈Rn×D thông qua các điểm neo được đề xuất trong [115, 116] là ma trận 

kề W được tính như sau:  

                     W=ZTZ                                     (2.21) 

 Ta có ma trận Z có kích thước (C×n), ma trận ZT có kích thước (n×C) 

Như vậy ma trận kề W sẽ có kích thước (n×n). Ở đây mối quan hệ giữa các 

điểm dữ liệu: Phần tử Wij của ma trận W chỉ ra mức độ tương quan giữa hai 



57 

 

điểm dữ liệu i và j. Nếu Wij ≥0, thì cả hai điểm dữ liệu đều có mối quan hệ với 

ít nhất một điểm neo chung, và do đó chúng có khả năng chia sẻ các khái niệm 

ngữ nghĩa tương tự. Khi đó ma trận W được triển khai dưới dạng ma trận trọng 

số như sau:  

( )
1 , 1ij i j n

W w
  +

=  với 
( , ) ( , )

* ,   1 ,
b b

ij ki kj

k N i s N j s

w z z i j n
 

=              (2.22) 

Với Nb(i) và Nb(j) là tập các láng giềng tốt nhất của i và j tương ứng (tức là 

các điểm dữ liệu của i và các điểm dữ liệu của j có chung s điểm neo). Hình 2.4 

mô tả quan hệ giữa các điểm dữ liệu thông qua ma trận trọng số hồi quy Z. 

 

Hình 2.4. Ma trận kề W biểu diễn mối quan hệ giữa các điểm dữ liệu 

Với mỗi phần tử Wij biểu diễn mức độ tương quan giữa hai điểm dữ liệu 

dựa trên cách tất cả các điểm neo liên kết với chúng. Mặc dù W không trực tiếp 

biểu diễn mối quan hệ giữa các điểm dữ liệu trong không gian gốc, nhưng nó 

cung cấp thông tin về mối quan hệ gián tiếp giữa chúng khi ta xem xét cách 

chúng liên kết với các điểm neo chung.  

Như vậy, thay bởi biểu diễn mối quan hệ giữa các điểm dữ liệu thông qua 

ma trận W có kích thước rất lớn (n×n) và không khả thi trên các tập dữ liệu lớn 

bằng cách lưu trữ và tính ma trận Z có kích thước (C×n) nhỏ hơn nhiều (C<<n) 

mà vẫn bảo toàn được số chiều biểu diễn dữ liệu. 
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Với ma trận W được xây dựng như trên sẽ đảm bảo một số tính chất sau: 

Tính thưa (sparseness): Ma trận Z thưa tạo nên tính thưa của W, tức là hầu 

hết các phần tử trong ma trận W có giá trị gần bằng 0. Điều này phản ánh thực 

tế rằng đa số các điểm trong đồ thị chỉ có một số lượng nhỏ các cạnh kết nối tới 

các điểm khác. 

Tính không âm (nonnegativeness): Ma trận W có tính chất không âm, 

nghĩa là tất cả các phần tử trong ma trận đều không âm. Tính chất này thể hiện 

tính chất tự nhiên trong dữ liệu thế giới thực, khi mối quan hệ giữa các yếu tố 

luôn tích cực hoặc không tích cực nhưng không thể tiêu cực. 

Ngoài ra ma trận kề W có tính chất bán xác định dương2: Tính chất này 

chỉ ra tất cả các giá trị riêng của ma trận đều không âm hoặc bằng không. Điều 

này có ý nghĩa quan trọng trong các thuật toán dựa trên đồ thị Laplacian, giúp 

đảm bảo tính chất ổn định và hợp lý trong các phân tích và tính toán liên quan 

đến đồ thị [125].  

Do vậy quan hệ kề nhau của hai vector đặc trưng ảnh được xây dựng dựa 

trên các điểm neo thay vì dựa trên quan hệ s-láng giềng của từng vector ảnh, 

nghĩa là LFi gọi là kề LFj nếu i≠j và tồn tại một điểm neo chung Ac nào đó sao 

cho Ac là s-láng giềng điểm neo của mỗi LFi và LFj; (s- là số phần tử láng giềng 

j tốt nhất của i). 

2.3. Kỹ thuật xếp hạng trong EMR  

Với CSDL vector đặc trưng mức thấp  1,  ...,  n D

nLF LF LF =  của n ảnh và 

mỗi vector đặc trưng có D chiều (D=dim(LF)). Tập  1,  ...,  D

CA A A=  là C (C 

cụm) điểm neo thu được từ thuật toán lvdc-FCM có số chiều là D. Sau khi xây 

                                                 

2 Positive semidefinite (PSD-bán xác định dương): Một ma trận A được gọi là bán xác 

định dương nếu nó thỏa mãn điều kiện: xTAx≥0 với mọi vector x ≠0. 
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dựng cấu trúc đồ thị neo với tập các điểm neo là ít biến động [116], kỹ thuật 

lan truyền và tính toán xếp hạng EMR giữa điểm tra cứu và các điểm trong 

CSDL được thực hiện thông quan việc giải hàm mục tiêu sau : 

2
1

2

0,

1 , 1 1

1
( ; ) min

2

n
ji

ij i i

i j n iii jj

rr
EMR r Q w r r

D D


+

  + =

 
 = − + − →
  
 

   (2.23) 

Để giải hàm mục tiêu trên, trong xếp hạng đa tạp thường lặp giải phương trình: 

   ( 1) ( ) (1 )r t Sr t y + = + −                                     (2.24) 

Hoặc giải bằng phương trình đóng   * 1( )r I S y −= −             (2.25) 

r là vector điểm số xếp hạng. 

Q là tập dữ liệu truy vấn 

wij là trọng số giữa các điểm i và j. 

μ là tham số điều chỉnh. 

Dii là tổng trọng số của các liên kết với điểm i. 
1

1

ndef

ii ij

j

D w
+

=

=       (2.26) 

0, [1,0,0,...]T

ir y= = là vector khởi tạo xếp hạng ban đầu (ri= yi=1 nếu xi là 

điểm truy vấn).  

1/2 1/2S D WD− −=   (2.27) là ma trận chuyển tiếp của đồ thị, mô tả xác suất 

chuyển từ một nút đến các nút khác. 

        I là ma trận đơn vị kích thước n×n,   

 α: Là một hệ số làm mịn (thường nằm trong khoảng từ 0 đến 1), đại diện 

cho xác suất một 'bước đi ngẫu nhiên' sẽ tiếp tục di chuyển từ nút hiện tại đến 

một nút kế bên theo cấu trúc đồ thị. 

Vector xếp hạng đa tạp hiệu quả thu được là vector 
* *

1( )i i nr r  =  là kết quả xếp 

hạng cuối cùng có thứ tự giảm dần theo độ tương tự với Q thu được khi thực 

hiện lặp giải phương trình (2.24) hoặc tính trực tiếp theo phương trình đóng 

(2.25). 
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Trong các pha tra cứu, thông thường các điểm truy vấn có thể có hoặc 

không có trong CSDL. Và để thuận tiện trong tính toán, trong các trường hợp 

ta gán In+1 = Q, 0, 1 0,1,  0,  1,n ir r i n+ = = = . 

a) Với trường hợp điểm truy vấn có trong CSDL:  

Việc tính toán xếp hạng được thực hiện theo phương trình (2.25): Khi đó 

S biến đổi theo Z như sau: 1/2 1/2 1/2 1/2TS D WD D Z ZD− − − −= =  (thay W bằng 

công thức (2.21)). Và từ công thức (2.26) tính D ta có thể thực hiện việc biến 

đổi như sau: 

1

1

n
T T

ii i j i

j

D z z z v
+

=

= =                 (2.28) 

Trong đó zi là cột thứ i của Z và 
1

1

n

j

j

v z
+

=

= . Như vậy khi tính D ta không 

cần tính và lữu trữ ma trận W.  

Đặt 
1

2H ZD
−

= , ta có TS H H= khi đó vector xếp hạng dạng đóng cuối 

cùng r* được tính trực tiếp từ công thức (2.25):   

Thay S=HTH vào công thức * 1( )r I S y −= −  ta có: 

( )
1

1
* 1T T T

n n Cr I H H y I H HH I H y


−
−   

= − = − −     

    (2.29) 

H là ma trận mới được xây dựng dựa vào ma trận Z và ma trận đường chéo 

D; và kích thước của H là C×n.  

Chứng minh công thức (2.29) như sau: Ta kiểm tra ( )T

nI H H− lần của 

1
1T T

n CI H HH I H


−  
− −     

thì được ma trận đơn vị In. Ta có: 

( )
1

1T T T

n n CI H H I H HH I H


−  
− − −     
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( )
1

1T T T T T

n CI H H H H HH HH I H 


−

 
= − − − − 

 
 

1
1 1T T T T

n C CI H H H I HH HH I H 
 

−

  
= − + − + −  

  
 

T T

nI H H H H = − +  

nI=  

Khi tính toán xếp hạng theo phương trình (2.29), phần nghịch đảo (chi phí 

tính toán phức tạp nhất) chuyển từ ma trận n×n sang ma trận C×C. Nếu C n

, thay đổi này có thể tăng tốc đáng kể việc tính toán xếp hạng đa tạp. Do đó, 

việc áp dụng phương pháp này cho hệ thống tra cứu theo thời gian thực là khả 

thi. 

b) Khi điểm truy vấn nằm ngoài CSDL: Thông thường trong các hệ thống 

tra cứu, điểm tra cứu thường không có trong CSDL. Do vậy với một truy vấn 

mới thì ta thực hiện tính s điểm neo gần kề với điểm truy vấn (theo thuật toán 

2.2), sau đó gán trọng số giữa điểm truy vấn và s điểm neo gần kề của nó và 

hình thành cột mới ZC×(n+1) gọi là zt (hình 2.5).  

 

Hình 2.5. Mở rộng ma trận Z với mẫu mới [116] 

Khi đó ta có: 
T

t tD z v= , 
1/2

t t th z D−= với ht là cột mới của ma trận H. Để 

tính nhanh công thức xếp hạng dạng đóng (2.27), ta chỉ quan tâm đến việc tính 

toán nghịch đảo: 

11

1

1 1n
T T

C i i C

i

B HH I h h I
 

−−

=

  
= − = −   
   

      (2.30) 

Và B’ là của cột ht mới thêm vào được tính như sau:  
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1

1

1
'

n
T T

i i i i C

i

B h h h h I B


−

=

 
= + −  
 
                   (2.31) 

Khi n rất lớn và ht rất thưa; ta có thể xem xét ma trận B như nghịch đảo 

của một ma trận hiệp phương sai. Phương trình (2.31) chỉ ra việc thêm một 

điểm đơn lẻ sẽ không ảnh hưởng đến ma trận hiệp phương sai của một cơ sở 

dữ liệu lớn. Nói cách khác, việc tính toán của B có thể được thực hiện ở giai 

đoạn ngoại tuyến. 

Khi đó vector khởi tạo yt ban đầu như sau: 

0

1

n

ty
 

=  
 

                                       (2.32) 

Với 0n là vector 0 có độ dài n. 

Và công thức xếp hạng dạng đóng (2.27) được viết lại như sau: 

      

 ( 1) 1

1

0
  

1

T

nn

n tT

t

H B
r I H h

h B

+ 

+

    
= −          

           (2.33) 

Trong công thức (2.33) ta tập trung và việc xếp hạng n phần tử đầu của r 

và được tính:  

          
1n T

t tr H Bh Eh = − =                              (2.34) 

Với ma trận E=-HTB được tính ở pha ngoại tuyến. Do vậy việc tính toán 

xếp hạng theo công thức (2.34) sẽ thực hiện được theo thời gian thực, đảm bảo 

cho việc tính toán khi điểm truy vấn không có trong CSDL. 

2.4. Thuật toán EMR với lvdc-FCM trong CBIR 

Để khắc phục hạn chế của EMR luận án đề xuất phương pháp mới để xác 

định các điểm neo và thực hiện áp dụng trong CBIR đề xuất như hình 2.6 mô tả 

quy tìm điểm neo theo lvdc-FCM và xếp hạng.  
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Hình 2.6. Xây dựng đồ thị EMR với lvdc-FCM 

Trong thuật toán xếp hạng đa tạp hiệu quả EMR, đồ thị điểm neo luôn là 

ổn định và mỗi điểm dữ liệu luôn được tính toán độc lập và tìm được s điểm 

neo gần nhất. Do vậy với một truy vấn mới thì ta chỉ việc gán trọng số giữa 

điểm truy vấn và s điểm neo gần kề của nó (tính ZC×(n+1)) tạo ra một cột mới 

của ma trận Z (hình 2.5). Một điểm có tác động rất nhỏ đối với các điểm neo 

ổn định trong CSDL rất lớn. 

Thuật toán xếp hạng đa tạp EMR gốc được thay đổi lại khi sử dụng tập 

các điểm neo xác định bằng thuật toán lvdc-FCM như sau: 
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Thuật toán 2.4. EMR-(lvdc-FCM) (Thuật toán xếp hạng EMR sử dụng 

lvdc-FCM để xác định các Anchor point). 

Input:  
1 i niLF
 

dữ liệu đặc trưng mức thấp. 

LFQ: đặc trưng mức thấp của ảnh truy vấn. 

C: số lượng điểm neo của thuật toán EMR, tham số a  (0,1) (a ≈ 1), 

dim( ), 1,iD LF i n= =  . 

Output:  
1

, [0,1], 1,ii nir nr ir
 

 ==   là thứ hạng tương tự với ảnh Q của ảnh 

Ii trong CSDL ảnh E. 

Pha offline: 

Bước 1: Chuẩn hóa  
1 i niLF
 

 theo thuật toán 3-opt [93] 

Bước 2: Tìm tập điểm neo bằng thuật toán lvdc-FCM (thuật toán 2.1) 

Bước 3: Tìm s điểm neo gần một điểm dữ liệu theo thuật toán (2.2) 

Bước 4: Tính ma trận hồi quy Z theo thuật toán (2.3)  

Bước 5: Tính W với W=ZTZ 

Bước 6: Chuẩn hóa S=HTH  

(với 
1

2H ZD
−

= ) và tính D theo công thức (2.28) 

Pha online:  

Bước 7: Mở rộng ma trận Z, tính ZQ = Zn+1 theo thuật toán (2.3) (*) 

Bước 8:  Đặt   11 1
,  0 1, ,  1.0iiQ nnir r nr i r +  +

 = == = .  

   Tính toán xếp hạng theo công thức (2.29) (**) 

Bước 9:  trả về 
*

, 1{ }Q i i nr r  = . 

(*) Mở rộng ma trận Z theo EMR được thực hiện theo thuật toán (2.3): Sử 

dụng C giá trị khoảng cách của Q với các phần tử neo của Ac, chúng ta thu 

được ma trận trọng số ZQ =Zn+1 mới có kích thước C × (n+1). 

(**) Từ ma trận trọng số ZQ chúng ta xác định vector thứ hạng 
*

Qr  bằng 

cách giải phương trình lặp ( 1) ( ) (1 )r t Sr t y + = + − (đối với CSDL) lớn hoặc 

tính toán xếp hạng theo dạng nghiệm đóng * 1( )r I S y −= − . 

Ở bước 7, đối với một tập dữ liệu ổn định, EMR-(lvdc-FCM) ta không 

thường xuyên cập nhật các điểm neo. Sau khi người dùng chỉ định hoặc đưa 



65 

 

một hình ảnh làm truy vấn, ảnh được trích rút các đặc trưng của nó, cập nhật 

lại ma trận trọng số ZQ theo C khoảng cách giữa Q với các điểm neo theo thuật 

toán (2.3) và tính toán trực tiếp các điểm xếp hạng bằng phương trình đóng 

(2.29). Các hình ảnh có điểm xếp hạng cao nhất được coi là có liên quan nhất 

và được trả về cho người dùng.  

Thuật toán 2.4 được thực hiện sau khi đã ước lượng được C điểm neo có 

độ phức tạp: O(C*n) + O(C3) là tương đương với độ phức tạp của EMR gốc. 

2.5. Thực nghiệm và đánh giá kết quả 

2.5.1. Đánh giá hiệu quả của của thuật toán lvdc-FCM đề xuất 

Trong phần này luận án tạo ra tập dữ liệu nhân tạo bao gồm 3000 điểm dữ 

liệu với số chiều vector 20D là tập dữ liệu trộn lẫn các tập swiss_roll, tập 

moons, tập s_curve, tập friedman3 và tập gaussian_quantiles; các tập dữ liệu 

này là các tập dữ liệu nghiên cứu điển hình của các tập dữ liệu đa tạp được 

nghiên cứu và đề xuất từ thư viện sklearn.datasets [48] để tạo ra các mẫu dữ 

liệu có dạng đặc trưng khác nhau. 

  

Hình 2.7a. Trực quan hóa dữ liệu 

20D với t-SNE 

Hình 2.7b. Trực quan hóa dữ liệu 

20D với PCA 

Ta nhận thấy, với cách trực quan hóa các tập dữ liệu đa tạp được đề xuất 

theo [48]  rất khó để hình dung khi ta sử dụng các thuật toán giảm chiều dữ liệu 

hiện đại như t-SNE hoặc PCA. Do vậy với các thuật toán phân cụm thông 

thường áp dụng cho các tập dữ liệu này thường đạt hiệu quả không cao. 
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Để đánh giá tính hiệu quả của lvdc-FCM đề xuất luận án dùng chỉ số đánh 

giá dành cho các thuật toán phân cụm như:  

Silhouette Score [85]: chỉ số đo lường mức độ tương tự giữa các điểm dữ 

liệu trong cùng một cụm so với các điểm dữ liệu trong các cụm khác. Giá trị 

của chỉ số này nằm trong khoảng từ -1 đến 1. Giá trị cao hơn cho thấy các điểm 

dữ liệu trong cùng một cụm tương tự nhau hơn và khác biệt hơn so với các điểm 

dữ liệu trong các cụm khác. Một giá trị Silhouette Score cao cho thấy kết quả 

phân cụm tốt hơn. 

Davies-Bouldin Score [100]: Chỉ số Davies-Bouldin đánh giá mức độ 

trung bình của "độ tương tự" giữa các cụm, trong đó độ tương tự được đo bằng 

tỷ lệ giữa khoảng cách giữa các điểm trung tâm của cụm và tổng độ phân tán 

của hai cụm. Giá trị của chỉ số này nằm trong khoảng từ 0 trở lên. Giá trị thấp 

hơn cho thấy kết quả phân cụm tốt hơn, vì các cụm tách biệt hơn so với nhau. 

Calinski-Harabasz Score [112]: Chỉ số Calinski-Harabasz đánh giá mức độ 

phân tán giữa các cụm và phân tán bên trong các cụm. Giá trị của chỉ số này nằm 

trong khoảng từ 0 trở lên. Giá trị cao hơn cho thấy kết quả phân cụm tốt hơn, vì tỷ 

lệ giữa phân tán giữa các cụm và phân tán bên trong các cụm lớn hơn. 

Xie-Beni index [43, 69]: Là một chỉ số được sử dụng để đánh giá chất 

lượng của một phân cụm mờ (Fuzzy clustering) dữ liệu. Chỉ số Xie-Beni được 

sử dụng như một công cụ để tìm ra số lượng cụm tốt nhất cho một tập dữ liệu 

nhất định, bằng cách thử nghiệm các giá trị khác nhau cho số lượng cụm và so 

sánh các giá trị Xie-Beni tương ứng. Khoảng giá trị của Xie Beni là từ 0 đến vô 

cùng, với giá trị càng thấp thể hiện một mức độ tốt hơn của phân cụm. Thông 

thường, Xie Beni được sử dụng để so sánh sự phân cụm giữa các thuật toán 

khác nhau hoặc giữa các phương pháp phân cụm khác nhau cho cùng một tập 

dữ liệu và chủ yếu dùng cho họ của phân cụm mờ (Fuzzy clustering). Chỉ số 

càng thấp thì phân cụm càng tốt. Chỉ số Xie-Beni index được tính bởi công thức 

sau:  
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Thực hiện đánh giá trên tập dữ liệu 20D với 3000 điểm, số cụm 30, 

nbets = 100; số vòng lặp lớn nhất là 150; 

Bảng 2.1. Kết quả các chỉ số đánh giá trên tập dữ liệu nhân tạo 20D 

Thuật 

toán 

Silhouette 

Score 

Davies-Bouldin 

Score 

Calinski-

Harabasz Score 

Xie-Beni 

index 

K-means 0.45217 1.012239001369301 19915  

FCM 0.44329 1.0178483330467862 19914.74451 0.00212 

lvdc-FCM 0.48825 1.0278284360498895 19932.72572 0.00149 
 

Chỉ số Xie-Beni index đo có sự tham gia của 3 thành phần gồm tập dữ 

liệu, tập tâm cụm và ma trận độ thuộc (không có ở K-means) nên chỉ so sánh 

với K-means ở chỉ số này. Với bảng kết quả này các chỉ số của lvdc-FCM, FCM 

đều tốt hơn so với K-means ở mức độ phân biệt các tâm cụm.  

Với họ thuật toán phân cụm mờ (Fuzzy clustering), kết quả thu được là 

tập tâm cụm, tập ma trận độ thuộc, do vậy các chỉ số Silhouette Score, Davies-

Bouldin Score, Calinski-Harabasz Score không phù hợp để đánh giá chất lượng 

của các thuật toán phân cụm mờ (các tham số đánh giá không có sự tham gia 

của ma trận độ thuộc). Trong phần này, luận án dùng các chỉ số Xie-Beni index, 

IFVIndex (Index of Fuzzy Validity) [69] để đánh giá thuật toán lvdc-FCM với 

FCM gốc. 

Chỉ số IFVIndex (Index of Fuzzy Validity) [69] là một phép đo được sử 

dụng để đánh giá chất lượng của phân cụm mờ (fuzzy clustering) trong khả năng 

phân chia các nhóm và tính mờ của phân cụm. IFVIndex cung cấp một số liệu 

đánh giá về sự tách biệt và sự tập trung của các nhóm phân cụm, dựa trên các giá 

trị tập hợp đồng nhất (fuzziness) và giá trị tập trung của các điểm dữ liệu trong 

mỗi nhóm. Giá trị độ đo IFVIndex được tính bởi phương trình sau: 
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2 max
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1 1 1

1 1 1
log log

C N N

index kj kj

j k k D
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IFV u C u
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Trong đó: 
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Giá trị IFVIndex cài đặt trong thực nghiệm tỉ lệ thuận với với hiệu năng 

của các thuật toán. 

Bảng 2.2. Chỉ số Xie-Beni index và chỉ số IFVIndex trên tập dữ liệu 20D 

với 3000 điểm, số cụm 30, số vòng lặp 150. 

Thuật toán Xie-Beni index IFVIndex 

FCM 0.00212 11.704905011975184 

lvdc-FCM 0.00149 12.583643380361265 

 

Với tập dữ liệu đặc trưng mức thấp được trích chọn từ CSDL ảnh (tập 

Corel30K, tập logo-2K+, tập VGGFACE2-S), luận án thực hiện đánh giá chỉ 

số Xie-Beni index để so sánh FCM gốc và lvdc-FCM. Bảng kết quả như sau: 

Bảng 2.3. Chỉ số Xie-Beni index và chỉ số IFVIndex trên tập dữ liệu 

LF809 của tập dữ liệu Corel30K số cụm 5000 và số vòng lặp 100 

Thuật toán Xie-Beni index IFVIndex 

FCM 0.00412 118.2531745545215 

lvdc-FCM 0.00249 119.1000254356127 
 

Từ kết quả thực nghiệm ở các bảng 2.2 và bảng 2.3 cho thấy các chỉ số 

Xie-Beni index và IFVIndex trên các tập dữ liệu khác nhau (tập 20D- 3000 điểm 

và tập dữ liệu đặc trưng mức thấp 809D của Corel30K) của thuật toán đề xuất 

lvdc-FCM cho ta tập tâm cụm phân biệt rõ hơn thuật toán FCM gốc. 

Trực quan hóa dữ liệu vector đặc trưng 809D với t-SNE và PCA 3 chiều 

của dữ liệu đặc trưng mức thấp Corel30K. 
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Hình 2.8a. Trực quan hóa dữ liệu 

đặc trưng mức thấp 809D bằng  

t-SNE của tập Corel30K 

Hình 2.8b. Trực quan hóa dữ liệu 

đặc trưng mức thấp 809D bằng 

PCA của tập Corel30K 

Với kết quả trực quan hóa dữ liệu đặc trưng mức thấp của tập dữ liệu 

Corel30K bằng 2 phương pháp (thực chất là giảm chiều dữ liệu) t-SNE và PCA 

cho thấy khi số chiều đặc trưng quá lớn (có thể nhiều hơn số mẫu có trong tập 

dữ liệu) thì giảm chiều dữ liệu không đem lại hiệu quả trong việc biểu diễn dữ 

liệu trong không gian mới.  

2.5.2. Đánh giá hiệu năng tra cứu ảnh với EMR-(lvdc-FCM) 

Trong thực nghiệm, luận án sử dụng năm mô tả cho các đặc trưng như 

trong công trình nghiên cứu [CT1, CT2] đó là: vector 81 chiều mô tả mô men 

mầu (GCM), vector 59 chiều mô tả mẫu nhị phân cục bộ (LBP) cho đặc tưng 

kết cấu, vector 120 chiều mô tả sóng kết cấu (GWT), vector 37 chiều mô tả 

biểu đồ hệ số góc (EHD) và vector 512 chiều mô tả GIST của đặc trưng hình 

dạng. Tất cả các mô tả đặc trưng này được chuẩn hóa theo phép chuẩn hóa 3-

opt [97] để mỗi thành phần của chúng đều nằm trong khoảng [-1,1]. Độ đo 

tương tự giữa các cặp ảnh trong mỗi mô tả được tính toán sử dụng khoảng cách 

Euclid. Các mô tả được sử dụng trong thử nghiệm và các đặc tính của chúng 

được chỉ ra trong bảng 1.1. Số chiều vector đặc trưng biểu diễn của mỗi ảnh là 
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dlf =809 chiều. 

Trong thực nghiệm này, chúng tôi chọn µɛ =10-6, nbest = 350 đối với thuật 

toán lvdc-FCM đề xuất. 

Đối với thuật toán EMR-(lvdc-FCM), chúng tôi chọn s=5 (s điểm neo láng 

giềng gần nhất của một vector đặc trưng ảnh).  

Để đánh giá khách quan hiệu quả của thuật toán EMR gốc và EMR-(ldvc-

FCM) đề xuất trên cùng các tập dữ liệu, chúng tôi sử dụng một chỉ số tương tự 

độ đo Average Precision (ký hiệu AP) được đề xuất bởi NISTTREC video 

(TRECVID) [97, CT1], AP được định nghĩa trung bình của giá trị độ chính xác 

thu được sau mỗi ảnh liên quan được tra cứu. 

Tập ảnh truy vấn Q được chọn ngẫu nhiên với số lượng 20 ảnh từ mỗi lớp 

theo từng chủ đề của tập ảnh thử nghiệm Logo-2k+, Corel30K và VGGFACE2-

S. 

Với mỗi ảnh truy vấn q Q , sử dụng các độ đo tương tự cho bởi EMR 

gốc và EMR- (ldvc-FCM) đề xuất, chúng ta chọn N = 100 ảnh có độ tương tự 

cao nhất. Giá trị độ chính xác là trung bình tỷ lệ giữa số ảnh liên quan trong N 

ảnh được trả lại bởi các giá trị tương tự với từng ảnh q. Gọi tập các phần tử liên 

quan đến truy vấn q Q  là  1 2, ,..., mjd d d ,  giá trị AP trên toàn bộ các truy vấn 

được tính theo công thức (1.26). 

Từ các thử nghiệm trên các tập dữ liệu khác nhau (Logo-2K+, Corel30K và 

VGGFACE2-S), tùy thuộc vào số hình ảnh trong CSDL, lớp hình ảnh và hình ảnh 

trong mỗi lớp việc lựa chọn các tham số C (điểm neo) khác nhau sẽ cho kết quả khác 

nhau. Với việc đề xuất thay thế thuật toán K-means bằng thuật toán ldvc-FCM  trong 

lựa chọn điểm neo (chính là tâm của các cụm) cho thuật toán xếp hạng EMR-(lvdc-

FCM) cho kết quả tốt hơn so với thuật toán EMR gốc. 

Trong hình 2.9 là kết quả tra cứu đối với ảnh n000028_0158.jpg trong tập 

VGGFACE2-S  của thuật toán EMR với số lượng điểm neo là 5000. Kết quả tra 
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cứu trả về là 20 ảnh có thứ hạng tốt nhất, kết quả có 3 ảnh (không liên quan so với 

ảnh truy vấn).  

 

Hình 2.9. Kết quả truy vấn của EMR gốc của ảnh n000028_0158.jpg 

trong tập dữ liệu VGGFACE2-S có 3 ảnh sai 

 

Hình 2.10. Kết quả tra cứu của EMR-(ldvc-FCM) với ảnh 

n000028_0158.jpg trong tập dữ liệu VGGFACE2-S  

Trong hình 2.10, ảnh truy vấn n000028_0158.jpg trong tập VGGFACE2-

S của thuật toán EMR-(lvdc-FCM) với số lượng điểm neo là 5000, kết quả tra cứu 
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trả về kết quả là 20 ảnh có thứ hạng tốt nhất đều liên quan (độ chính xác tra cứu 

khi kết quả trả về là 20 ảnh đạt 100% của ảnh này). 

 

Hình 2.11. Kết quả tra cứu của EMR-(ldvc-FCM) với ảnh 18002.jpg 

trong tập dữ liệu Corel30K kết quả trả về 20 ảnh đều liên quan 

 Để đánh giá của phương pháp đề xuất, luận án so sánh với ba kỹ thuật 

Anchor Graph Regularization (AGR) [63], Efficient Manifold Ranking (EMR) 

[116], Sub-graph regularization (SGR) [122] (là các kỹ thuật lựa chọn điểm neo 

dựa vào thuật toán K-means) trên tập dữ liệu Corel30K. Lý do so sánh thuật 

toán EMR-(lvdc-FCM) với AGR, SGR và EMR là vì các thuật toán đều cải tiến 

thuật toán MR dựa vào việc xây dựng đồ thị điểm neo, đưa cấu trúc xếp hạng 

đa tạp vào xử lý và khám phá cấu trúc nội tại của không gian đặc trưng đa tạp 

của ảnh.  

Đối với thực nghiệm này, luận án chọn ngẫu nhiên 100 chủ đề (trong tổng 

số 303 chủ đề của tập dữ liệu Corel30K, mỗi chủ đề có 100 ảnh) và thực hiện 

chọn ảnh truy vấn trong tất cả các chủ đề. Kết quả trả về sau tra cứu là 20 ảnh. 

Từ kết quả hình 2.12 ta thấy phương pháp AGR cho độ chính xác thấp nhất. 

Cách lựa chọ điểm neo trong AGR là chọn ngẫu nhiên tập điểm đại diện trong 

CSDL làm điểm neo. Đối với 2 phương pháp SGR và EMR, phương pháp lựa 
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chọn điểm neo là dùng thuật toán phân cụm K-means. Cũng trong hình này, độ 

chính xác trung bình của phương pháp đề xuất là cao nhất so với các phương 

pháp còn lại.  
 

Hình 2.12. Độ chính xác của 4 phương pháp ở 20 ảnh trả về sau tra cứu 

trên tập dữ liệu COREL30K 

Ở đây, dựa vào biểu đồ có thể dễ nhận thấy rằng một số chủ đề dễ, tất cả 

các thuật toán thực hiện tốt, và một số chủ đề khó các thuật toán thực hiện cho 

kết quả tra cứu có độ chính xác không cao. 

Trong các thực nghiệm tiếp theo, luận án thực nghiệm với phạm vi trên 

toàn bộ ba CSDL ảnh, số ảnh được xếp hạng cao nhất lần lượt trả về sau tra cứu 

là 10, 20, 30, 40, 50 của bốn phương pháp. Với số lượng điểm neo lựa chọn là 

5000. Các đường cong trung bình độ chính xác - phạm vi (average precision-

scope curves) được thể hiện trong hình 2.13a, hình 2.13b, hình 2.13c lần lượt 

trên các tập dữ liệu Corel30K, Logo2K+ và VGGFACE2S. Với phạm vi số ảnh 

trả về 10, 20, 30, 40, 50 phương pháp đề xuất cho hiệu quả cao hơn các phương 

pháp còn lại từ 6% đến 15%. 
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Hình 2.13a. Độ chính xác trung bình tra cứu với số ảnh trả về 

10, 20, 30, 40, 50 trên tập dữ liệu COREL30K 

 

Hình 2.13b. Độ chính xác trung bình tra cứu với số ảnh trả về  

10, 20, 30, 40, 50 trên tập dữ liệu LOGO2K+ 

 

Hình 2.13c. Độ chính xác trung bình tra cứu với số ảnh trả về  

10, 20, 30, 40, 50 trên tập dữ liệu VGGFACE2-S 
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Trong các thực nghiệm tiếp theo, luận án đánh giá tác động việc lựa chọn 

số lượng của các điểm neo đối với hiệu quả tra cứu. Trong hình 2.14a, hình 

2.14b, hình 2.14c là các kết quả tra cứu với các điểm neo khác nhau trên ba tập 

dữ liệu thực nghiệm, sau khi thực hiện lựa chọn tập điểm neo với các số lượng 

lần lượt (3000, 3500, 4000, 4500, 5000) với phương pháp lựa chọn điểm neo 

với các thuật toán SGR, EMR là sử dụng K-means, với thuật toán AGR tập các 

điểm neo lựa chọn ngẫu nhiên từ các điểm trong CSDL; số ảnh trả về sau tra 

cứu trả về là 20 ảnh. Kết quả trung bình cho tất cả các chủ đề có trong tập dữ 

liệu thu được sau một tra cứu. 

 

Hình 2.14a. Đường cong độ chính xác trung bình với số lượng điểm neo 

khác nhau trên tập Corel30K 

 

Hình 2.14b. Đường cong độ chính xác trung bình với số lượng điểm neo 

khác nhau trên tập Logo-2K+ 
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Hình 2.14c. Đường cong độ chính xác trung bình với số lượng điểm neo 

khác nhau trên tập VGGFACE2-S 

Với kết quả thể hiện trên các biểu đồ về độ chính xác trong tra cứu thì xu 

hướng khi tăng số điểm neo thì độ chính xác cũng được cải thiện [116], mặc dù 

độ chính xác khi tăng số lượng điểm neo được cải thiện đáng kể nhưng khi tăng 

số lượng điểm neo sẽ ảnh hưởng đến các tính toán xếp hạng (số lượng điểm 

neo tăng từ 3000 lên 5000 thì tăng được 3-5% độ chính xác khi số ảnh trả về 

sau tra cứu là 20 ảnh). Với số điểm neo đã chọn cho các thuật toán khác nhau, 

về cơ bản độ chính xác của phương pháp đề xuất đều có kết quả tốt hơn 3 

phương pháp còn lại và cao hơn khoảng 7% đến 11%.  

Với mục tiêu cải thiện độ chính xác trong tra cứu đối thuật toán đã đề xuất 

và việc lựa chọn số điểm neo cần thiết cho các bộ CSDL khác nhau trong thực 

nghiệm này luận án đã tăng số lượng điểm neo lên đến 10000 điểm trong thực 

nghiệm và đánh giá trên ba tập cơ sở dữ liệu Logo-2k+, Corel30K, 

VGGFACE2-S. Kết quả được thể hiện trong bảng 2.4 với hai thuật toán EMR 

và EMR-(lvdc-FCM). 
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Bảng 2.4. Bảng kết quả tra cứu ảnh trên các tập dữ liệu với các tập  

điểm neo  lớn và độ chính xác trung bình cho từng bộ điểm neo 

Số điểm 

neo C 

Logo-2k+ Corel30K VGGFACE2-S 

EMR 

gốc 

EMR-

(lvdc-

FCM) 

EMR 

gốc 

EMR-

(lvdc-

FCM) 

EMR 

gốc 

EMR-

(lvdc-

FCM) 

7000 57.5% 65.7% 63.2 % 68.4 % 67.5% 73.3% 

8000 56.3% 68.8% 64.5 % 69.5 % 66.2% 74.5% 

9000 56.7% 65.5% 65.6 % 69.9 % 66.6% 74.6% 

10000 55.1% 64.6% 66.3 % 70.8 % 66.5% 74.7% 
 

Từ số liệu các thực nghiệm, việc lựa chọn phương pháp tìm điểm neo và 

số lượng điểm neo ảnh hưởng trực tiếp đến kết quả tra cứu. Thông thường số 

lượng điểm neo được sử dụng bằng khoảng 5% đến 15% số lượng mẫu của 

CSDL [116].  

Mặc dù khi số lượng điểm neo tăng có cải thiện đáng kể độ chính xác trong 

tra cứu, nhưng thực chất việc tăng điểm neo lại ảnh hưởng rất nhiều đến thời gian 

tính toán xếp hạng (phải tính ma trận nghịch đảo trong công thức (2.26) và (2.34)). 

Với các thực nghiệm của luận án cho thấy số lượng điểm neo có thể lấy khoảng 

5% của số điểm trong CSDL thì độ chính xác trong tra cứu và thời gian thực hiện 

tra cứu có thể chấp nhận được khi các đặc trưng biểu diễn ảnh bằng các đặc trưng 

mức thấp kết hợp có số chiều khá cao (809 chiều). 

Bảng 2.5. Thời gian thực thi khi tra cứu một truy vấn  

(điểm neo 5000, ảnh trả về 20) trên tập Corel30K 

Phương pháp Thời gian (s) 

AGR 0.293 

EMR 0.309 

SGR 0.235 

EMR-(lvdc-FCM) 0.317 
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2.6. Kết luận chương 2 

Trong chương này luận án đã trình bày phương pháp tìm điểm neo mới 

dựa trên thuật toán phân cụm FCM cải tiến (gọi là thuật toán lvdc-FCM) trong 

điều kiện: số vector dữ liệu đặc trưng ảnh và số cụm lớn.  

Với thuật toán đề xuất, luận án đã tiến hành thực nghiệm đánh giá hiệu 

quả của thuật toán lvdc-FCM so với các thuật toán FCM gốc và K-means trên 

tập dữ liệu nhân tạo được hình thành từ các tập swiss_roll, tập moons, tập 

s_curve, tập friedman3 và tập gaussian_quantiles.  Với các chỉ số đánh giá 

thông dụng như Silhouette Score, Davies-Bouldin Score, Calinski-Harabasz 

Score, Xie-Beni, thuật toán đề xuất đều cho kết quả đánh giá tốt hơn các thuật 

toán FCM gốc và K-means. 

Trên cơ sở thuật toán phân cụm lvdc-FCM, luận án trình bày thuật toán 

cải tiến của EMR, gọi là EMR-(lvdc-FCM) với phương pháp tìm các điểm neo 

bằng thuật toán đề xuất lvdc-FCM thay thế cho thuật toán K-means và áp dụng 

trong CBIR để nâng cao độ chính xác trong tra cứu [CT1, CT2, CT4]. Vận dụng 

thuật toán lvdc-FCM, thuật toán EMR-(lvdc-FCM) đã xây dựng đồ thị xếp hạng 

đa tạp với số lượng điểm neo rất lớn, khai thac ưu điểm của phép phân cụm 

lvdc-FCM so với K-means trong tra cứu ảnh. Thuật toán đề xuất được thực 

nghiệm tra cứu trên ba tập dữ liệu ảnh: Logo-2k+, Corel30K, VGGFACE2-S 

cho độc chính xác được cải thiện rõ rệt như đã chỉ ra ở các thực nghiệm đánh 

giá bằng trực quan và bằng chỉ số đánh giá khách quan. Kết quả thực nghiệm 

được so sánh với các thuật toán EMR, SGR, AGR cho độ chính xác của phương 

pháp đề xuất đã được cải thiện và đáng tin cậy. Sự cải thiện về độ chính xác 

tăng đáng kể (khoảng 7% - 15%) so với thuật toán gốc và các thuật toán khác 

cùng họ. 
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Chương 3 

NÂNG CAO HIỆU QUẢ TRA CỨU ẢNH THEO TIẾP CẬN KẾT HỢP 

ĐẶC TRƯNG MỨC THẤP VÀ ĐẶC TRƯNG MỨC CAO 

3.1. Giới thiệu 

 Nhằm nâng cao hiệu quả trọng việc tra cứu ảnh dựa trên nội dung, trích 

rút đặc trưng là một bước quan trong quyết định tới hiệu quả của toàn hệ thống. 

Có hai cách tiếp cận để trích rút đặc trưng phổ biến của ảnh. Cách thứ nhất là 

dựa vào việc trích rút các đặc trưng mức thấp của ảnh được thiết kế riêng cho 

từng bài toán cụ thể, có thể là điểm góc, điểm biên…Cách tiếp cận này có ưu 

điểm là nhanh, hiệu quả nhưng chỉ giới hạn cho một số bài toán cụ thể và thường 

không bền vững trong các ngữ cảnh tín hiệu đầu vào bị nhiễu, ảnh có chất lượng 

thấp, ảnh với nội dung phức tạp. Cách tiếp cận thứ hai là dựa trên việc trích rút 

đặc trưng mức cao của mạng nơ-ron tích chập (CNN). Đây là hướng nghiên 

cứu tiềm năng và tích cực trong những năm gần đây và đã chứng minh được 

nhiều ưu điểm vượt trội so với các phương pháp truyền thống về độ chính xác, 

tính đa dạng, bền vững với các loại nhiễu và có khả năng xử lý với nhiều các 

đối tượng khác nhau. 

Tuy nhiên, trong các mạng CNN việc tổ chức các đặc trưng được sắp xếp 

theo mô hình phân cấp: các đặc trưng mà một mạng CNN học được tổ chức 

theo một cấu trúc phân cấp từ thấp đến cao. Cụ thể, các tầng đầu tiên của mạng 

thường có xu hướng học các đặc trưng ở mức thấp (như các điểm góc, điểm 

biên, điểm blobs,...); trong khi các tầng ở phía sau sẽ phân tích và ghi nhớ các 

đặc trưng ở mức cao của mỗi lớp đối tượng (ví dụ như vị trí của mắt, kích thước, 

hình dạng các chi tiết trên một khuôn mặt,...). Như vậy, trong các hệ thống 

CBIR nếu chỉ tìm kiếm dựa trên các đặc trưng mức cao này đôi khi sẽ mô tả 

thiếu tính cục bộ của một số đối tượng trong ảnh. 

Từ những điểm nêu trên chúng tôi nghiên cứu theo hướng tiếp cận kết hợp 

giữa đặc trưng mức thấp và đặc trưng mức cao được trích xuất từ các mạng 

CNN nhằm cải thiện hiệu quả của việc tra cứu ảnh trong các ứng dụng CBIR. 

Các phần tiếp theo sẽ đi mô tả cụ thể từng khía cạnh của bài toán. 
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3.2. Hệ thống CBIR đề xuất 

Mô hình tổng quát cho các đề xuất của luận án trong hình 3.1 được mô 

tả như sau:  

 

Hình 3.1. Hệ thống đề xuất 

(1) Đặc trưng mức thấp của ảnh truy vấn và các ảnh trong CSDL được 

chuẩn hóa. 

(2) Đặc trưng ảnh truy vấn và đặc trưng của cơ sở dữ liệu ảnh được trích 

rút bằng mạng học sâu EfficientNetB7+ [CT3, CT5, CT6]. 

(3) Kết hợp các đặc trưng mức thấp đã được chuẩn hóa và đặc trưng CNN [CT5, 

CT6] 

(4) Tìm điểm neo của bộ cơ sở dữ liệu các vector đặc trưng bằng thuật 

toán LDM-FCM [CT6] 

- Sử dụng kỹ thuật lập chỉ mục với tập dữ liệu vector đặc trưng và kỹ thuật 

ANNSearch để tìm nbest điểm dữ liệu gần một tâm cụm. 

- Tính toán ma trận độ thuộc dựa vào nền tảng GPU-platform 

(5) Xây dựng đồ thị neo bằng thuật toán HD-EMR [CT5, CT6] 

- Áp dụng kỹ thuật lập chỉ mục cho C điểm neo (C có thể rất lớn) 

- Xác định s điểm neo tốt nhất của một điểm dữ liệu bằng thuật toán 

ANNSearch. 

(6) Xếp hạng ảnh truy vấn bằng HD-EMR và trả kết quả của các ảnh có 

độ tương tự cao nhất. 
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3.3. Biểu diễn ảnh bằng kết hợp đặc trưng mức cao từ EfficientNetB7+ và 

đặc trưng mức thấp 

3.3.1. Trích rút đặc trưng mức cao của ảnh sử dụng CNN 

Mạng CNN đã có nhiều tiến bộ vượt bậc trong mấy năm gần đây và đã đạt 

được nhiều thành tựu ấn tượng để giải quyết các bài toán thị giác máy tính [54], 

chẳng hạn như nhận dạng khuôn mặt, dò tìm và nhận dạng biển số xe. Như tên 

gọi của mạng, các mạng CNN bao gồm nhiều lớp nhân chập (Convolutional 

layers), mỗi lớp gồm nhiều bộ lọc với cùng kích thước (thường rất nhỏ: n×n 

với n = {3,5,7,11}). Mỗi bộ lọc sẽ có các trọng số và được dùng chung trên mọi 

vị trí của ảnh đầu vào, được gọi là kỹ thuật chia sẻ trọng số (weight sharing). 

Các trọng số ban đầu được khởi tạo giá trị ngẫu nhiên và sẽ được cập nhật trong 

quá trình huấn luyện bởi các hàm mục tiêu nhằm hội tụ về trạng thái phù hợp 

với ngữ cảnh của một bài toán cụ thể. 

Các tầng phía đầu mạng sẽ học các đặc trưng mức thấp như thông tin về 

hình dạng, cạnh, các điểm góc, màu sắc, hình dạng. Càng về cuối mạng, các 

đặc trưng càng có xu hướng giàu thông tin hơn, chứa đựng nhiều đặc trưng ngữ 

cảnh hơn, giúp mô hình phân biệt được các đối tượng khác nhau, minh hoạ ở 

hình 3.2. 

Hình 3.2. Ví dụ minh hoạ các đặc trưng được trích xuất  

tại các lớp tích chập khác nhau [66]  
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Đầu ra của mạng CNN có thể là một hoặc nhiều vector đặc trưng được tạo 

ra bằng cách cho ảnh đầu vào chạy xuyên qua mạng với các trọng số đã được 

huấn luyện. Tùy thuộc vào từng bài toán khác nhau, chúng ta có thể sử dụng 

các vector đặc trưng đó theo nhiều cách khác nhau. Chẳng hạn, có thể sử dụng 

một bộ phân lớp cơ bản để phân lớp các vector đặc trưng, hoặc có thể gắn một 

tầng phân lớp (chẳng hạn dùng hàm SoftMax) vào cuối của mô hình mạng để 

dự đoán nhãn của các vector đặc trưng. 

3.3.2. Mạng EfficientNet 

Mạng EfficientNet là kiến trúc mạng nơ-ron học sâu được đề xuất tại 

nghiên cứu [91]. Mạng EfficientNet được thiết kế nhằm tối ưu hoá đồng thời 

hiệu suất và tài nguyên tính toán với mục tiêu đạt được kết quả tốt nhất với kích 

thước mạng tối ưu nhất. 

Một mô hình mạng CNN bất kỳ có ba thông số để đo lường tổng quan là: 

Độ sâu (Depth) của mạng tương đương với số lớp trong đó; Độ rộng (Width) 

của mạng là số đo cực đại số kênh trong một các lớp tích chập; Độ phân giải 

(Resolution) là độ phân giải hình ảnh là đầu vào của một mạng CNN. Hình 3.3 

mô tả ý tưởng của mạng; Hình 3.3 (a) biểu diễn một mạng cơ bản; Hình 3.3(b-

d) biểu diễn việc tăng giảm kích thước theo cách truyền thống theo một chiều 

nào đó. Hình 3.3 (e) biểu diễn cách tiếp cận của mạng EfficientNet khi kết hợp 

cả ba thông số đó để điều chỉnh mô hình. 

 

Hình 3.3. Minh họa việc sử dụng các tham số điều khiển mô hình [91] 
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EfficientNet sử dụng một số kỹ thuật quan trong để tăng hiệu quả của 

mạng sử dụng phương pháp tinh chỉnh tỉ lệ (Compound scaling) để tự động 

điều chỉnh độ rộng, độ sâu và độ phân giải thông qua một tham số trung gian 

nhằm giúp mô hình linh hoạt và mềm dẻo với các kích thước đầu vào khác nhau 

mà không làm gia tăng quá độ phức tạp của mô hình. Ngoài ra, EfficientNet sử 

dụng các khối cơ bản được gọi là MBConv (Mobile inverted residual nottleneck 

convolution) với kích thước khác nhau, sử dụng kỹ thuật nối tắt (Skip 

connection) và kỹ thuật tương hợp SE (squeeze-and-excitation) để tăng hiệu 

suất và độ chính xác của mạng. 

 

Hình 3.4. Mô hình minh hoạ khối MBConv [58] 

Cụ thể khối MBConv kết hợp các kỹ thuật chính từ hai khối kiến trúc quan 

trọng là IRB (Inverted residual block) khối BC (Bottleneck convolution), minh 

hoạ ở hình 3.4.  Đầu tiên các lớp tích chập (Conv) sẽ trích chọn đặc trưng ở 

mức đọ cơ bản, sau đó mô hình sử dụng lớp mở rộng (Expansion layer) để mở 

rộng khối lượng kênh của đặc trưng. Sau đó các đặc trưng sẽ chuyển tới lớp 

nhân tích chập theo chiều sâu (Depthwise conv) để tăng cường tính hiệu quả 

tính toán. Đặc trưng đầu ra sẽ là sự kết hợp của đặc trưng ban đầu qua kết nối 

tắt và đặc trưng đã qua lớp tích chập theo chiều sâu. 
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Nhóm nghiên cứu phát triển tám phiên bản khác nhau từ EfficientNetB0 

tới EfficientNetB7 dựa vào quá trình scaling của mô hình mạng gốc. Theo báo 

cáo với mô hình EfficientNetB7, độ chính xác phân lớp đạt 84% trên độ dữ liệu 

ImageNet với số lượng tham số của mô hình xấp xỉ 64 triệu. Kiến trúc này đã 

chứng minh qua thực tế khả năng trích chọn được lượng lớn các đặc trưng hữu 

ích từ ảnh đầu vào. Do vậy, trong phạm vi của phần này chúng tôi tập trung vào 

khai thác phiên bản EfficientNetB7. 

 

Hình 3.5 minh hoạ kiến trúc của EfficientNetB7, có thể quan sát thấy kiến 

trúc này bao gồm 3 phần chính. 

- Phần đầu tiên là sử dụng khối tích chập có bộ lọc kích thước tương đối 

nhỏ là 3×3. Mục tiêu là trích xuất các thông tin mức thấp, cơ bản của ảnh 

đầu vào. 

- Phần tiếp theo là các khối MBconv được xếp chồng lên nhau, kiến trúc 

của mỗi khối này được miêu tả và minh hoạ ở hình 3.4. 

- Phần cuối là đỉnh lấy đầu vào từ đầu ra của các khối Mbconv, qua các 

lớp tích chập, lớp gộp, và lớp kết nối đầy đủ để thực hiện các trước vectorhoá 

và phân loại cuối. 

3.3.3. Kỹ thuật đề xuất tinh chỉnh mạng efficientNetB7 

a) Kỹ thuật transfer learning 

Kỹ thuật transfer learning (học chuyển giao) [128] là kỹ thuật thường được 

dùng trong việc huấn luyện các mô hình học sâu. Mục tiêu chính của kỹ thuật 

Hình 3.5. Kiến trúc mạng EfficientNetB7 
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này là tận dụng lại các “tri thức” đã được học của mô hình gốc trước đó trên 

các tập dữ liệu lớn và phức tạp. Thay vì huấn luyện lại từ đầu, có thể sử dụng 

mô hình gốc trên để thực hiện các nhiệm vụ mới điều này giúp tiết kiệm thời 

gian hội tụ của mô hình và nâng cao độ chính xác. Ngoài ra, với tri thức đã học 

được từ tác vụ gốc, mô hình có khả năng khái quát hóa tốt đối với nhiệm vụ 

mới. Mô hình có thể nhận biết các đặc trưng phổ biến trong dữ liệu mới và áp 

dụng để tạo ra các dự đoán chính xác. 

Thông thường các bước cơ bản để thực hiện quá trình học chuyển giao 

được mô tả qua các bước như sau. 

- Bước 1: Chọn mô hình cơ sở, mô hình này đáp ứng các tiêu chí về độ 

chính xác, độ ổn định trên tập dữ liệu lớn. 

- Bước 2: Thêm các lớp mới vào phần đỉnh của mô hình gốc để phù hợp 

với nhiệm vụ mới, việc thay đổi và điều chỉnh kiến trúc của các lớp này cũng 

phụ thuộc vào các ứng dụng cụ thể. 

- Bước 3: Huấn luyện mô hình trên tập dữ liệu mới. Cũng lưu ý ở đây rằng 

việc huấn luyện này có thể áp dụng các kỹ thuật đóng băng (freeze) hoặc mở 

đóng băng (unfreeze) tương ứng với việc không cập nhật /cập nhật lại trọng số 

của mô hình gốc với các dữ liệu mới. 

b) Sử dụng mô hình cơ sở EfficientNetB7 

Hình 3.6. Mô hình trích rút vector đặc trưng ảnh bằng mạng 

EfficientNetB7 (cắt bỏ lớp cuối cùng) 
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Khác với mô hình được miêu tả ở hình 3.5, để vận dụng kỹ thuật học 

chuyển giao, chúng tôi sử dụng mô hình cơ sở là EfficientNetB7 tuy nhiên được 

cắt bỏ lớp kết nối đầy đủ (Full connected layer), minh hoạ ở hình 3.6. Như vậy, 

kiến trúc hiện tại đuộc mô tả như sau. 

- Khối tích chập cơ sở bao gồm các bộ lọc có kích thước 3×3 với số lượng 

là 64 bộ lọc làm nhiệm vụ trích chọn thông tin cơ bản đầu vào của ảnh. 

- Khối MBConv bao gồm 7 khối với số lượng bộ lọc tăng dần từ 32 đến 640  

giúp mô hình trích chọn được các thông tin quan trọng và phức tạp từ ảnh. 

- Khối đỉnh cuối bao gồm các lớp tích chập với mặt nạ kích thước 1x1 sau 

đó sử dụng phép gộp toàn cục để biến tensor dữ liệu dạng 4D về vectordạng 

1D. 

c) Cải tiến mô hình cơ sở EfficientNetB7 

Để thực hiện phương pháp học chuyển giao một cách hiệu quả chúng tôi 

tiếp tục nâng cấp mô hình cơ sở EfficientNetB7. Sau khi lược bỏ lớp kết nối 

đầy đủ sử dụng để phân lớp trong mô hình gốc, chúng tôi sử dụng thêm 1 khối 

Block+ bao gồm: 

- Lớp Flatten với mục đích làm vector hoá bản đồ đặc trưng sau khi được 

xử lý bởi mô hình cơ sở. 

- Lớp Batch normalization với mục đích chuẩn hoá dữ liệu đầu vào, giảm 

sự phụ thuộc vào các trọng số khởi tạo giúp quá trình huấn luyện thực hiện ổn 

định hơn. Ngoài ra lớp này cũng có mục tiêu hạn chế hiện tượng mất đạo hàm 

(vanishing gradient) thông qua việc ổn định quá trình lan truyền ngược với việc 

chuẩn hoá gradient. 

- Lớp Global average pooling2D với mục tiêu giảm số chiều dữ liệu, giảm 

độ phức tạp và giữ lại các đặc trưng quan trọng của ảnh. 

- Lớp Dense với mục tiêu đưa điều chỉnh kích thước vectorđặc trưng theo 

mong muốn. Trong nội dung này, đầu ra của mạng cơ sở là vector chứa 2560 

chiều, minh hoạ ở hình 3.7. 
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Cũng lưu ý rằng với hình thức học chuyển giao tri thức này, luận án sử 

dụng kỹ thuật đóng băng “Freeze” mô hình cơ sở. Nhằm giữ các đặc trưng từ 

ảnh đã được trích chọn ở mạng cơ sở, và tăng tốc quá trình huấn luyện do bộ 

dữ liệu là tương đối lớn và nguồn tài nguyên phần cứng sử dụng để huấn luyện 

giới hạn. 

Sau khi thực hiện lựa chọn và tinh chỉnh mô hình học sâu phù hợp với bài 

toán cụ thể các bước của thuật toán trích rút đặc trưng mức cao của ảnh được 

thực hiện như sau: Với đầu vào của thuật toán là CSDL ảnh và mô hình tiền 

huấn luyện các mạng học sâu CNN (được huấn luyện trên bộ dữ liệu ImageNet), 

việc thực hiện trích rút được mô tả như thuật toán 3.1: 

Thuật toán 3.1: Trích rút đặc trưng ảnh với mạng CNN tiền huấn luyện  

Input:  

- Tập ảnh cần trích rút đặc trưng: I=(I1, I2, …, In) 

- Mô hình tiền huấn luyện Ω = (Model EfficientNetB7) 

Ouput: Vector đặc trưng biểu diễn ảnh HF=(HF1, HF2,…,HFn) 

1. Model←LoadModel(Ω) 

2. HF   

3.  for i=1,…, n do 

Hình 3.7. Mô hình đề xuất mạng trích rút đặc trưng EfficientNetB7+ 
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3.1 HFi←ExtractFeature(Ii, Model); 

3.2 
iHF HF HF=   

4. Return HF 

3.4. Kết hợp đặc trưng 

Trong các nghiên cứu [1, 60] cho thấy việc kết hợp đặc trưng mức thấp 

(low-level features) và đặc trưng mạng nơ-ron tích chập (CNN) trong quá trình 

xử lý ảnh hoặc dữ liệu hình ảnh có thể mang lại nhiều lợi ích và ưu điểm, như:  

- Tính tổng hợp thông tin đa mức: Đặc trưng mức thấp thường liên quan 

đến các đặc điểm cơ bản của ảnh như cạnh, góc, điểm nổi bật, trong khi CNN 

có khả năng học các đặc trưng trừu tượng và phức tạp hơn, như các đối tượng, 

đặc điểm biên, hoặc mẫu hình học. Kết hợp cả hai loại đặc trưng này giúp mô 

hình có khả năng tổng hợp thông tin đa mức, từ đó cải thiện khả năng nhận diện 

và hiểu bản chất của hình ảnh. Đặc trưng mức thấp giúp mô hình nhận diện các 

đặc điểm cơ bản của ảnh, trong khi đặc trưng CNN giúp mô hình học và phát 

hiện các đặc trưng phức tạp và trừu tượng. Khi được kết hợp, mô hình có khả 

năng tổng hợp thông tin đa mức và đạt độ chính xác cao hơn trong việc phân 

loại, nhận diện hoặc truy vấn ảnh [60, 128].  

Tính đa dạng của đặc trưng: Kết hợp đặc trưng mức thấp và đặc trưng 

CNN giúp tăng tính đa dạng của các đặc trưng được sử dụng trong mô hình. 

Điều này có thể đồng nghĩa với việc mô hình có khả năng học và phát hiện 

nhiều loại đặc trưng khác nhau từ dữ liệu ảnh, từ các đặc điểm cơ bản đến các 

đặc trưng phức tạp, mô tả cả tính cục bộ và tính toàn cục của ảnh, giúp cải thiện 

khả năng tổng quát hóa và độ chính xác của mô hình [46].  

Một cách tự nhiên nhất của việc kết hợp các đặc trưng mức thấp và mức 

cao là “kết nối” các vector đặc trưng để được một đặc trưng biểu diễn ảnh duy 

nhất. Sơ đồ quá trình kết nối như hình 3.8. 
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Hình 3.8. Quá trình kết nối đặc trưng 

 Vector đặc trưng kết hợp như trên sẽ có số chiều rất cao như: Đặc trưng 

CNN được sử dụng thông qua mô hình EfficientNetB7+ cải tiến được mô tả ở 

hình 3.6 với độ dài vectorđược mô tả là 2560. Như vậy thông qua thuật toán 

ghép nối đặc trưng (Concatenation) với 5 bộ vector đặc trưng mức thấp (GCM, 

LBP, GWT, EDH, GIST) vector đặc trưng đầu ra của mỗi ảnh tương ứng có 

chiều dài là (809D + 2560D). Luận án sử dụng các mạng học sâu đã được huấn 

luyện trước như Resnet50; VGG19, EfficientNetB7 để trích rút đặc trưng mức 

cao của ảnh. Ngoài ra, trong phần này luận án đã tinh chỉnh và đề xuất mô hình 

trích rút đặc trưng ảnh mức cao bằng mạng EfficientNetB7+ được huấn luyện 

trên các bộ dữ liệu nhỏ của người dùng nhằm nâng cao khả năng biểu diễn ảnh. 

Thuật toán 3.2: Thuật toán trích rút và kết hợp các đặc trưng 

Thuật toán 3.1:  Kết hợp đặc trưng: LF-DFE(E) {LF-đặc trưng mức thấp, 

DFE-đặc trưng nhúng học sâu} 

Input: Tập dữ liệu ảnh  
1i i n

E E
 

=   

 : Mô hình tiền huấn luyện (Ω∈{EfficientNet, EfficientNetB7+…}) 

Output: Tập vector đặc trưng kết hợp  
1i i n

IC
 

 

Bước 1: Trích rút đặc trưng mức thấp mô tả màu, kết cấu và hình dạng 

của ảnh: 

1.  , 1 ,1
{ } t i t T i n

LF E I
   

=     [CT1] 

2. Chuẩn hóa    
,, 1 ,1 1 ,1

3
t i

norm

t i t T i n t T i n
opt I I

       
− =       [97] 
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Bước 2: Trích rút đặc trưng CNN: 

2.1. Học chuyển giao (Ω) bởi CSDL E được Ωft [CT4,CT6] (Mô hình 

EfficientNetB7+) 

2.2. Trích rút đặc trưng DFE của CSDL ảnh E bởi Ωft, thu được 
1i i n

IE
 

 

Bước 3: Kết nối đặc trưng mức thấp LF và đặc trưng mức cao thu được 

tập vector đặc trưng chiều rất cao biểu diễn CSDL ảnh E: 

 
, 1 1

1 ,1
{ } { }

t i

norm

i i n i i n
t T i n

I IE IC   
   

 =  

Bước 4:   Trả về 
1i i n

IC
 

, Ωft. 

Ảnh được biểu diễn dưới dạng các vector đặc trưng mức thấp và đặc trưng 

mức cao (đặc trưng CNN) được kết hợp thành một bộ vector đặc trưng chiều 

cao, do vậy để thực hiện có hiệu quả và áp dụng cho hệ thống CBIR, trong 

chương này luận án đề xuất một số cải tiến đối với các bước trong pha ngoại 

tuyến như: Tìm tập điểm neo bằng thuật toán LDM-FCM dựa trên tính toán 

song song trên GPU-platform trong đó sử dụng thuật toán ANNSearch để tìm 

nbest điểm dữ liệu gần một tâm cụm Ac; kết hợp thuật toán ANNSearch để tìm 

s điểm neo gần với một điểm dữ liệu... 

3.5. CBIR với kỹ thuật xếp hạng EMR dựa vào GPU-platform  

Trong phần này, việc sử dụng phân cụm FCM với tập dữ liệu vector lớn, 

số chiều rất cao và số cụm rất lớn để xác định các điểm neo cho đồ thị của EMR 

đã được thực hiện. Tuy nhiên, việc thực hiện này trên CPU trong bước lặp của 

thuật toán FCM trở nên không khả thi với số cụm lớn vì thuật toán FCM yêu 

cầu tính toán khoảng cách giữa từng vector và tâm cụm, tính toán cập nhật lại 

tâm cụm cập nhật ma trận độ thuộc. 

Vì vậy, để giải quyết vấn đề này, ta cần sử dụng tính toán trên GPU cho 

giai đoạn ngoại tuyến (offline), nơi xác định các điểm neo bằng thuật toán phân 
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cụm FCM. Việc sử dụng tính toán trên GPU cho phần này giúp tăng hiệu suất 

tính toán và xử lý dữ liệu hiệu quả hơn. 

Ở giai đoạn tra cứu ảnh, hệ thống CBIR vẫn có thể triển khai tính toán trên 

CPU thông thường, vì tính toán trên GPU chỉ cần được áp dụng trong giai đoạn 

ngoại tuyến. Điều này đảm bảo rằng hệ thống CBIR vẫn có khả năng hoạt động 

một cách hiệu quả và linh hoạt trong việc tra cứu ảnh với các hạ tầng cơ bản. 

Phần này tập trung vào việc áp dụng tính toán trên GPU trong giai đoạn 

ngoại tuyến để xác định các điểm neo cho đồ thị của EMR. Việc này giúp cho 

có thể áp dụng được thuật toán phân cụm FCM để xây dựng đồ thị EMR để 

nâng cao chất lượng truy vấn ảnh. 

3.5.1. Tối ưu hóa thuật toán tìm điểm neo dựa trên GPU-platform 

Ảnh được biểu diễn bằng tập hợp các vector đặc trưng mức thấp kết hợp 

mức cao có số chiều rất cao. Do vậy khi kích thước tập dữ liệu ảnh lớn (hàng 

triệu ảnh) thì vấn đề xác định tập điểm neo của đồ thị EMR là một vấn đề quan 

trọng cần phải giải quyết.  Trong chương 2 việc thay thế phương pháp tìm điểm 

neo K-means bằng thuật toán lvdc-FCM áp dụng cho thuật toán EMR gốc 

[CT1] đã cải thiện được độ chính xác trong tra cứu ảnh, tuy nhiên về xử lý các 

vector biểu diễn ảnh với chiều rất cao chưa được đề cập tới. 

Trong phần này luận án sẽ trình bày chi tiết phương pháp tìm điểm neo 

với tập các vector đặc trưng chiều rất cao được trích rút từ các mạng học sâu 

(mô tả ở thuật toán 3.1) và kết hợp với các đặc trưng mức thấp, sau đây gọi là 

thuật toán: LDM-FCM. 

Thuật toán tìm các điểm neo cho EMR bằng thuật toán LDM-FCM [CT6] 

cần đáp ứng được số lượng cụm rất lớn (bằng 10% đến 20% số lượng của 

CSDL điểm ảnh) và số chiều vector biểu diễn ảnh rất cao. Thuật toán LDM-

FCM đề xuất một số tối ưu cho lvdc-FCM với nhiều kỹ thuật được thực hiện 

bên trong như sau:  

- Trong LDM-FCM đề xuất kỹ thuật tối ưu bước hiệu chỉnh ma trận độ 
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thuộc của thuật toán lvdc-FCM khi xử lý các vector dữ liệu cần phân cụm có 

số chiều rất cao bằng tiếp cận của các thuật toán ANN. Do số chiều vector dữ 

liệu là rất cao, nếu tính toán bộ các khoảng cách giữa từng tâm cụm và các điểm 

thì sẽ tiêu tốn tài nguyên tính toán lưu trữ và tốc độ tính toán rất chậm. Các 

thuật toán ANN sử dụng tập chỉ mục (index) trên tập dữ liệu vector cần phân 

cụm cho phép xác định nhanh được tập nbest vector (trong CSDL) gần nhất và 

các khoảng cách tương ứng từ mỗi vector dữ liệu đầu vào. Tại mỗi vòng lặp 

của thuật toán tính các mẫu vector dữ liệu gần nhất theo từng tâm cụm và các 

khoảng cách tương ứng. Các vector dữ liệu và các giá trị khoảng cách được tìm 

thấy sẽ được tối ưu lưu trữ và chuyển lên bộ nhớ của GPU để thực hiện tính 

toán song song.   

- Ngoài ra để tối ưu phép hiệu chỉnh ma trận độ thuộc, ma trận độ thuộc 

được biểu diễn thành ma trận thưa hai chiều để giảm tài nguyên lưu trữ và có 

thể chuyển lên bộ nhớ GPU-RAM để thực hiện tính toán song song. Trong 

điều kiện giới hạn của bộ nhớ GPU-RAM, LDM-FCM đã chuyển các ma trận 

dữ liệu thưa vào bộ nhớ GPU, bao gồm 3 ma trận có kích thước C×nb, bao gồm 

ma trận độ thuộc, ma trận khoảng cách và ma trận chỉ mục (index matrix). 

Những ma trận thưa này cũng có thể được ánh xạ lại với kích thước C×C.   

Thuật toán LDM-FCM dựa trên nền tảng GPU-platform được thực hiện 

với một số bước cụ thể: 

Khởi tạo: Tập C tâm cụm được khởi tạo tương tự như trong thuật toán 

lvdc-FCM. Tập tâm cụm khởi tạo thu được từ phép phân cụm K-means trên 

GPU của thư viện FAISS (nhanh gấp 20 lần so với K-means thực thi trên CPU) 

[123]. 

Bước lặp: Với mỗi tâm cụm Ac sử dụng thuật toán ANN [123] xác định được 

nb vector gần nhất (thực chất là xấp xỉ gần nhất) của CSDL đặc trưng ảnh và nb 

khoảng cách tương ứng. Ma trận khoảng cách DIS và ma trận chỉ số POS (ánh xạ 

từ ma trận thưa về ma trận đầy đủ) thu được là các ma trận thưa kích thước C×nb.  
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Và được chuyển lên GPU-RAM: 

Chuyển các ma trận thưa DIS và POS lên GPU-RAM thu được hai ma trận 

DISgpu và POSgpu: 

                
,1 ,2 ,, , ,

1

, ,...,
c c c nb

c i gpu c cpu i i i
c C

DIS DIS D D D
 

 =    (3.1) 

    
, , ,1 ,2 , 1{ ,  ,..., }

bc gpu c cpu c c c n c CPOS POS i i i   =  

Biểu diễn ma trận độ thuộc là ma trận thưa (kích thước C×nb), được tính 

toán song song trên GPU theo công thức sau:   

',

,2

1
, ,

, ,
1 ' ', ,

,

1
      

     0.0                               

c gpu

c gpu

p
c i gpu

c i gpu
c C c i gpu

i POS

c gpu

for i POS

DIS

DIS

for i POS



−

 





 
 =   
 




                   (3.2) 

Và chuẩn hóa để đảm bảo 
, ,

,

1
c i gpu

c gpui POS




=                        (3.3) 

Tính giá trị hàm mục tiêu của FCM trên GPU theo công thức:  

                       
,

, , , ,

1

( , )
c gpu

C
p p

c i gpu c i gpu

c i POS

J A DIS 
= 

=                          (3.4) 

 Kiểm tra điều kiện dừng. Nếu không thỏa thì cập nhật tập tâm cụm Ac, 

bước này được thực hiện trên CPU:  

Chuyển ma trận độ thuộc µc,i về CPU-RAM:  
, , ,c i c i gpu  và cập nhật tập 

tâm cụm trên toàn bộ tập dữ liệu với công thức (3.5) được tính toán ở CPU. 

       
,

,

*
c

c

p

c i i

i POS

c p

c i

i POS

IC

A









=




                                  (3.5) 

Sơ đồ thuật toán được thể hiện như hình 3.9: 
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Hình 3.9. Sơ đồ thuật toán LDM-FCM 

Đúng 

c=c+1 

Sai 

c<C 

Chuyển POS và DIS 

lên GPU-RAM 

Tính µgpu trên GPU 

Chuyển µgpu về CPU-RAM 

Sai 

l=l+1 

Đúng 

Cập nhật Ac 

Tính JFCM 

JFCM<ε 

Đầu ra: Các cụm Ac 

Sai 

Đầu vào: Dữ liệu và 

các tham số 

Khởi tạo Ac 

          l=0 

Đúng 

l<L 

Tính POSc 

DISc 
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3.5.2. Thuật toán LDM-FCM  

Thuật toán 3.2: LDM-FCM (Local data manifold Fuzzy C-means)  

Input: Tập vector đặc trưng kết hợp 
1i i n

IC
 

của dataset n ảnh E. 

Hằng số p>1 (p =2); C- số cụm mong muốn  

D =dim(IC) 3 ; nb số lớn nhất các vector ICi thuộc về một cụm  
1c c C

A
 

4  

ɛ > 0 là hằng số đủ nhỏ; Lmax là số vòng lặp tối đa. 

IDXE (D) là bộ chỉ mục của  
1i i n

IC
 

5  

Tham số GPU platform: 

+ block size ={blkr, blkc}: tham số block 2D. 

+ thread size = {thrdr, thrdc}: số thread 2D trên mỗi khối. 

Output: Tập các tâm cụm  
1c c C

A A
 

=  

Các bước trong thuật toán được thực hiện theo thứ tự:  

Bước 1: Khởi tạo tập tâm cụm {Ac} với số cụm mong muốn C.  

Bước 2: Lặp theo l: max 1,  l L= ,  

max  1  for l to L :         

2.1:    c 1     for to C :       

,

1

,

({( ) , ( )}, , )
c cpu

i i n IC b c

c cpu

POS
ANN IC IDX D n A

DIS
 

 
  

 

  

2.2: Chuyển các ma trận thưa DIS, POS lên GPU-RAM theo công 

thức (3.1)  

2.3: Trên GPU, cập nhật ma trận độ thuộc theo công thức (3.2) 

                                                 

         3 Số chiều vector của các đặc trưng  
1i i n

IC
 

, D có thể rất lớn. 

4 Giả định một cụm tâm Ac có thể chỉ gồm nb các vector gần tâm cụm Ac nhất theo khoảng cách L2. 

5 Được xác định bởi thuật toán IndexFlatL2 của thư viện Faiss. Sử dụng kỹ thuật tìm kiếm ANN đã có và 

sử dụng khoảng cách L2 
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và chuẩn hóa theo (3.3) 

2.4: Trên CPU, tính lại J0(A, µ) theo công thức (3.4) 

nếu J0(A, µ) < ɛ thì chuyển qua bước 4. Ngược lại thực hiện bước 3: 

Bước 3: Copy dữ liệu từ GPU-RAM về CPU-RAM: 
, , ,c i c i gpu  . 

Trên CPU, cập nhật lại tập tâm cụm {Ac} theo công thức (3.5). 

Bước 4: Trả về  
1c c C

A
 

. 

Ghi chú: 

Ma trận khoảng cách DIS kiểu số thực 64bit (với kích thước [
bC n ]), 

Ma trận chỉ số POS kiểu số nguyên 32bit, 

Ma trận độ thuộc ,c i kiểu số thực, lưu trữ dạng 32bit. 

Độ phức tạp của thuật toán LDM-FCM là tổng độ phức tạp của thủ tục 

Khởi tạo tâm cụm và độ phức tạp của phép tính lại ma trận độ thuộc và các tâm 

cụm. 

Vì vậy, nếu sử dụng K-means để khởi tạo thì độ phức tạp của LDM-FCM 

trên CPU là: 

Độ phức tạp của khởi tạo với K-means: ( )* *O n C D  

Xác định xấp xỉ nb láng giềng từng tâm cụm và nb khoảng cách tương ứng: 

O(1) 

O(L*C*log(n)*D + L*C*nb*D) 

Độ phức tạp của phần ước lượng ma trận độ thuộc: )([ ]* /* tb hO cL C n   

(bước này được tính toán trên GPU, ở đây cth là số các thread (luồng) tính toán song song).  

Độ phức tạp của phần cập nhật tâm cụm: )( * * *bL C n DO  

Độ phức của toàn bộ thuật toán 3.2: ( )* *O n C d + O(L*C*log(n)*D + 

L*C*nb*D) + )([ ]* /* tb hO cL C n + )( * * *bL C n DO , ở đó D là chiều của vector đặc 

trưng biểu diễn ảnh.  

Trên GPU do khai thác khả năng tính toán song song, độ phức tạp sẽ được 

giảm nhiều ở cả thủ tục ANNSearch và thủ tục ước lượng ma trận độ thuộc (khi 

ta dùng khoảng 1000 thread để tính toán song song). Ngoài ra, trong phần khởi 

tập tạo tâm cụm cho LDM-FCM có thể vận dụng thuật toán phân cụm K-means 
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thực hiện tính toán song song trên GPU [119]-PL8. 

Thuật toán LDM-FCM đề xuất là một cải tiến so với FCM gốc với hiệu 

suất cao và là kỹ thuật mới được áp dụng cho việc phân cụm dữ liệu:  

• Trong thuật toán đã tích hợp với kỹ thuật ANN để tăng tốc độ xác định 

các vector gần một tâm cụm. 

•  Tính toán nhanh các ma trận liên quan bằng cách biểu diễn chúng dưới 

dạng ma trận thưa 2 chiều để giảm tài nguyên lưu trữ và sử dụng công nghệ lập 

trình đa luồng trên GPU để tăng tốc độ tính toán – PL8.  

Đầu ra của thuật toán LDM-FCM là các tâm của các cụm dữ liệu. Trong 

phạm vi ứng dụng cho thuật toán xếp hạng EMR trong CBIR, các vector tâm 

cụm này được gán cho các điểm neo để xây dựng đồ thị HD-EMR, chi tiết được 

trình bày trong phần tiếp theo.  

3.5.3. Xây dựng đồ thị HD-EMR với đặc trưng chiều rất cao 

Như đã trình bày ở trên, việc kết hợp đặc trưng mức thấp và đặc trưng 

CNN trong biểu diễn ảnh có chiều rất cao, với thuật toán HD-EMR đề xuất có 

thể cải thiện hiệu suất cho các hệ thống CBIR với các hướng nghiên cứu sau:  

1) HD-EMR có thể xử lý dữ liệu lớn, có số chiều vector rất cao;  

2) Tối ưu việc lưu trữ và tính toán trên các ma trận thưa khi xây dựng đồ 

thị EMR, không cần lưu trữ ma trận lớn gây trở ngại cho tốc độ tính khoảng 

cách giữa các điểm dữ liệu và điểm neo, so sánh khoảng cách giữa các điểm dữ 

liệu.  

Đầu tiên, bằng cách sử dụng LDM-FCM thu được các điểm neo liên quan 

hơn để xây dựng đồ thị HD-EMR. Nhờ ưu điểm của LDM-FCM trong xử lý dữ 

liệu có số chiều cao, HD-EMR không cần giảm chiều dữ liệu đầu vào và chấp 

nhận một số lượng lớn điểm neo. Sử dụng một phương trình lặp với các bước 

tính toán trên ma trận thưa, thay vì ma trận nghịch đảo lớn, giảm bộ nhớ lưu trữ 

và cũng tăng tốc độ tính toán.  

Việc xây dựng đồ thị HD-EMR trên toàn bộ CSDL vector đặc trưng chiều 

cao được thực hiện với các bước phân tích và thực hiện qua các bước như sau: 
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Bước 1: Tìm điểm neo bằng thuật toán LDM-FCM (thuật toán 3.2) 

Bước 2: Tìm s điểm neo gần nhất với mỗi điểm dữ liệu xi: Lập chỉ mục 

cho tập C điểm neo bằng IndexFlatL2 và tìm s điểm neo gần một điểm dữ liệu 

bằng thuật toán ANNSearch (có thể thực hiện trên GPU-RAM hoặc CPU) được 

thực hiện theo thuật toán 3.3: 

Thuật toán 3.3.  s_Neighbors(ICi ,Ac)  

(Xác định s điểm neo gần nhất của mỗi điểm dữ liệu)   

Input: Các điểm IC={ICi}1≤i≤n∈RD, các điểm neo A={Ac}2≤c≤C. 

Output: s điểm neo gần nhất cho mỗi điểm dữ liệu ICi. 

1: Lập chỉ mục cho C điểm neo: 2( , )
cA cIndexFI latL DX AD =     

2: Tìm s điểm neo gần một điểm dữ liệu:  

for i←1 to n do 

ANNSearch({Ac,
cAIDX }, s, ICi)

6  

3: return s  

Bước 3: Tính ma trận trọng số hồi quy Z: Sau khi tìm được s điểm neo 

gần nhất của một điểm dữ liệu ta tính ma trận Z là ma trận hồi quy biểu diễn 

mỗi quan hệ giữa điểm neo và điểm dữ liệu theo công thức: 

,

,

, ,

1' 1
,

1

, c { }  

0            c { }              

k

s

k k

s

n c

n c

sc n n c

k k sk
n c

k k s

d
K

d

z d
c

d

if c

 =

 

  
  

   


=  
    

 
  


            (3.6) 

Với , kn cd là khoảng cách từ các tâm k đang xét tới các điểm dữ liệu, , sn cd là 

độ đo khoảng cách từ s điểm neo tới các điểm dữ liệu (khoảng cách , sn cd cũng 

                                                 

6 xác định được các chỉ số ci,1,...ci,s là s số nguyên khác nhau thuộc {1,2,...,C} sao cho s 

điểm neo Ac gần ICi nhất theo độ đo khoảng cách L2. 
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được tính ở thuật toán 3.3). Việc gán ,kc nz được làm mịnh theo hàm nhân 

Epanechnikov (2.18). 

Bước 4: Tính ma trận kề và chuẩn hóa ma trận chuyển tiếp: Ma trận kề 

biểu diễn mối quan hệ giữa các điểm dữ liệu W được tính theo công thức (2.21): 

W=ZTZ và ma trận chuyển tiếp 1/2 1/2S D WD−= với 
1 1

n n
T

ii ij i j

j j

D w z z
= =

= =  ;  

Một cách biểu diễn khác của S là S=HTH (với 1/2H D Z−= ). Do vậy khi thực 

hiện biểu diễn mối quan hệ giữa các điểm dữ liệu và việc lan truyền khi xếp 

hạng tra cứu ta chỉ cần lưu trữ ma trận Z. 

Bước 5: Xử lý một truy vấn:  

Giả sử CSDL ảnh được biểu diễn bởi CSDL vector đặc trưng  
1i i n

IC IC
 

=  là 

vector đặc trưng biểu diễn ảnh kết hợp giữa mức thấp và mức cao.  

a) Ảnh truy vấn Q có trong CSDL ảnh E. 

Với một truy vấn ảnh Q thuộc CSDL ảnh E (Q E  hay Q = Ek) độ xếp hạng 

của CSDL ảnh E với ảnh truy vấn Q được cho bởi nghiệm tối ưu của hàm mục tiêu: 

2
1

2

0,

1 , 1 1

1
( ) min

2

n
ji

ij i i

i j n iii jj

rr
MR r w r r

D D


+

  + =

 
 = − + − →
  
 

      (3.7) 

Với hàm mục tiêu (3.7), việc sắp xếp thứ hạng và lan truyền trong tập dữ 

liệu giữa vector truy vấn và CSDL vector đặc trưng được lặp giải như sau: 

Đặt 
1

1



=

+
; 0 01 ,  0 , 1, ,  ;

k i
r r i n i k= =  =   

* 1

0 ,(1 )( ) limQ k t k

t

r r I S r r  −

→+

= = − − = , 

Với 1/2 1/2
1, , 0W , (1 )

def

t k t kS D D r Sr r −
+= = + − . (Phần chứng minh có trong phụ 

lục (PL4) của luận án) 
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Nhận xét:  

Đồ thị của EMR nếu được xem là cặp ma trận thưa (W, D), thì hoàn toàn 

được xây dựng từ hai ma trận thưa Z, H (được tính sẵn ở bước offline), chuyển 

từ ước lượng quan hệ kề nhau của hai vector dữ liệu thành ước lượng độ biểu 

diễn vector dữ liệu đã cho và các điểm neo. Do vậy đồ thị HD-EMR được xem 

là đồ thị được biểu diễn dưới dạng các cặp ma trận thưa (Z, H).  

b) Ảnh truy vấn Q không có trong CSDL ảnh E  

Trong EMR với vector đặc trưng hình ảnh truy vấn Q không thuộc CSDL 

vector đặc trưng ảnh cho trước, khi thực hiện tính toán mức độ quan hệ giữa 

vector đặc trưng ảnh truy vấn và các vector đăc trưng ảnh trong CSDL nhận 

thấy sự xuất hiện của ma trận thưa trong khi xếp hạng mức độ quan hệ của 

vector. Giả sử các hình ảnh được biểu diễn bằng các mô tả hình ảnh khác nhau, 

các vector đặc trưng ICn+1 với số chiều lớn được thu được. 

Với  
1i i n

FE IC
 

= - tập CSDL vector đặc trưng d chiều của CSDL ảnh E có 

n ảnh. Khi Q E , ta đặt En+1 = Q có biểu diễn ảnh là vector đặc trưng ICn+1, ký 

hiệu 
10 01 ,  0 , 1,

n i
r r i n

+
= =  =  và các ma trận liên quan như sau: 

1 , 1 1 1 1

1/2

1 1 1 1

( ) ,         

,           

def def

n c n c C n n

def

n n n new n

z z D z v

h z D H H h

+ +   + +

−

+ + + +

= =

= = 

      với 
1

n

j

j

v z
=

=  

Do vậy chúng ta chỉ tính toán ma trận D mà không cần tính ma trận kề W 

Các xếp hạng của CSDL vector đặc trưng 
1i i n

IC
 

với vector truy vấn ICQ 

được tính theo công thức:  

 1 1( ) (1 ) T

Q i i n nr r H B h   += = −                           (3.8) 

Với ( )
1

T

cB I HH
−

= − và Ic là ma trận đơn vị C×C. 

Ta chứng minh công thức (3.8): 

Ta biến đổi như sau: 
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( )
1

1

1 1 1, 1

0 0

( ) ( )
t

T T T T t T T i

C n n t Q n

t i

r H I HH h H HH h r H HH h     
+ +

−

+ + + +

= =

= − =  =   

1 1

1 1 1

1 1

( ) ( )
t t

T T i T T T i

C n n n

i i

H I HH h H h H HH h    
+ +

+ + +

= =

   
= + = +   

   
   

1 1

0

( ) ( )
t

T T T T i

n n

i

H h H HH HH h   + +

=

 
= +  

 
  

1 1

0

( ( )) ( )
t

T T T T i

n n

i

H h H H H HH h   + +

=

 
= +  

 
  

( )

( )

1 1

0

1 1

0

1 , , 1

( )) ( )

( ) ( )

.

t
T T T T i

n n

i

t
T T T T i

n n

i

T T T

n t Q t Q n

H h H H H HH h

H h H H H HH h

H h H H r Sr H h

   

   

   

+ +

=

+ +

=

+ +

 
= +  

 

 
= +  

 

= + = +



  

Vậy 
,limQ t k

t

r r
→+

=  với 1, 1 , , 1( ) .T T T

t Q n t Q t Q nr H h H H r Sr H h   + + += + = +  

Khi đó, các ma trận tham gia vào tính toán xếp hạng các vector trong 

CSDL với vector truy vấn của ảnh Q có các tính chất như sau: 

zn+1 là vector thưa C chiều với chỉ có s thành phần khác 0; 

hn+1 là vector thưa n chiều và chỉ có C thành phần khác 0; 

1 1

T

n nh h+ +
 là ma trận cỡ C×C và thưa; 

Z là ma trận cỡ C×n, và có s×n thành phần khác 0. Các phần tử khác 0 

tương ứng trong ma trận biểu thị mối quan hệ giữa các điểm dữ liệu và các điểm 

neo; 

H là ma trận thưa cỡ C×n và có s×n thành phần khác 0; 

HHT là ma trận cỡ C×C, là ma trận thưa do các hệ số này bằng 0 trên tập 

cặp chỉ số điểm neo mà các điểm neo này không cùng thuộc một s-best của bất 

kỳ vector ICi nào. Thật vậy, ta có: 
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1 21 2 1 2

1 2 1 2

1

( , ) {1 ,  :1 ( ; ) ( ; )},

                               [ , ] [ , ] [ , ] 0

c b c b

n
T

i

c c c c C i i n A N i s A N i s

HH c c H c i H c i
=

          

= =
 

Với ma trận ( )
1

(1 ) (1 )T T T

CH B H I HH    
−

− = − −  có thể tính sẵn ở bước 

offline. 

3.5.4. Thuật toán HD-EMR trong CBIR 

Từ phân tích và đánh giá trên, luận án đề xuất thuật toán HD-EMR như sau: 

Thuật toán 3.3: HD-EMR (High Dimesional-EMR) 

Input: Tập CSDL vector đặc trưng ảnh  
1i i n

IC IC
 

= , đặc trưng ảnh truy 

vấn ICQ  

Ω: Mô hình học sâu đào tạo trước (Ωϵ {Resnet; VGG, EfficientNet,…}). 

C: số lượng điểm neo (số cụm thu được ở thuật toán LDM-FCM). 

s: số phần tử điểm neo lân cận của một vector đặc trưng 

[0,1)   

Output:  
1

,  [0,1] 1,i ii n
r r r i n

 
=   =  là thứ hạng tương tự với ảnh Q lấy ra 

trong cơ sở dữ liệu ảnh E 

Các bước của thuật toán bao gồm: 

Bước 1: (offline) (có thể dùng GPU-platform) 

1.1. Gọi LF-DFE (E) thu được Ω ft , 
1i i n

IC
 

 (thuật toán 3.1) 

1.2. Gọi  ( )1i i n
LMD FCM IC

 
−  thu được  

1c c C
A

 
(thuật toán 3.2) 

1.3. Gọi s_Neighbors(ICi ,Ac) (thuật toán 3.3) 

1.4. Tính ma trận Z theo công thức (3.6) 

1.5. Tính ma trận H và ma trận HHT 

Bước 2: (online):  

2.1.  Gọi ICQ ←LF-DFE (Q) (Xác định đặc trưng của ảnh truy vấn Q) 
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2.2. Tính  
1 1, 1( )n n c c Cz z+ +  =  theo các bước sau: 

Gọi thủ tục ANNSearch với chỉ mục IDXA được đánh trên tập tâm cụm 

{Ac} để thu được các chỉ số của điểm neo gần nhất với ICQ với C giá trị khoảng 

cách tương ứng: 

1

1,1 1,

1, 1,

,...,
({ , }, , )

{ ... }
s

n n s

A Q

n c n c

c c
ANNSearch A IDX s IC

d d

+ +

+ +

 
    

. 

Cuối cùng tính  

1,

1,

1

, 1 1,

' 1
1,

1

, c { }

 

0            c { }              

k

s

k k

s

n c

n c

k k s

sc n n c

k
n c

k k s

d
K

d
c

z d

d

if c

+

+

 

+ +

=
+

 

  
  

     
=  

   
 

  


 

2.3. Tính hệ số vector 
1

T

nH h +
: 

,

1 ,

1

, ,

| ( , ) ( 1, )

1,  ,  (1 ) [ ] (1 )

*
(1 )

c b c

C
c iT

n c Q

c ii

c i c Q

c A N i s A Nb n s ii

z
i n H h i z

D

z z

D

   

 

+

=

   +

 = − = −

= −





 

Lặp tính vector xếp hạng ( ), , , 1t Q t Q i i n
r r

 
= ,   

0

1, , 1

0 (0,0,...,0)

(1 )

C

C

T

t Q t Q n

r

r Sr H h  + +

= =

= + −

     

Cho đến khi hội tụ: 
,limQ t Q

t

r r
→+

= ;  1 1( ) (1 ) T

Q i i n nr r H B h   += = − . 

Bước 3: Trả về vector xếp hạng {rQ}. 

Thuật toán HD-EMR đề xuất là cải tiến của EMR gốc với tập các điểm 

neo lớn thu được từ thuật toán LDM-FCM và tập vector biểu diễn ảnh kết hợp 

chiều rất cao. Bằng các thực nghiệm cho thấy khi áp dụng HD-EMR trong 

CBIR cho độ chính xác cao hơn so với EMR gốc (EMR-K-means) và EMR-

(lvdc-FCM). 
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3.6. Thực nghiệm và các kết quả 

3.6.1. Môi trường thực nghiệm và huấn luyện mạng EfficientNetB7+ 

Bộ vector đặc trưng CNN được trích rút từ mô hình tiền huấn luyện 

EfficientNetB7, Resnet50, VGG19 được huấn luyện trên tập dữ liệu ImageNet. 

Điều này cho phép các vector đặc trưng biểu diễn ảnh thu được mức cao có khả 

năng biểu diễn một loạt các đặc trưng tốt và thông tin học được từ hình ảnh. 

Ngoài việc sử dụng mô hình tiền huấn luyện trên, luận án đã thực hiện tinh 

chỉnh mạng EfficientNetB7 và huấn luyện trên ba tập dữ liệu riêng biệt là Logo-

2K+, Corel30K và VGGFACE2-S. Việc điều chỉnh này nhằm tạo ra một mô 

hình là phiên bản cải tiến của mạng EfficientNetB7, được gọi là 

EfficientNetB7+. Mô hình này dùng để trích rút đặc trưng trên các tập dữ liệu 

nhỏ, đa dạng khác nhau cho người dùng. 

Việc sử dụng mạng EfficientNetB7+ [CT6] cho phép tận dụng được các 

thông tin đa dạng và phong phú từ các tập dữ liệu Logo-2K+, Corel30K và 

VGGFACE2S. Điều này giúp cải thiện khả năng trích rút đặc trưng từ các hình 

ảnh và tăng tính đa dạng của bộ vector đặc trưng biểu diễn ảnh. Bằng cách kết 

hợp các tập dữ liệu và kỹ thuật huấn luyện lại, LA đã tạo ra một mạng trích rút 

đặc trưng hiệu quả, giúp cải thiện kết quả trong các tác vụ CBIR. Hình 3.10 ảnh 

trực quan hóa sau khi học biểu diễn ảnh bằng mạng học sâu EfficientNetB7+. 

 

Ảnh gốc Lớp “bản đồ nhiệt” của ảnh Lớp hình ảnh phù hợp  

Hình 3.10. Bản đồ nhiệt và hình ảnh thu được sau khi đi qua mạng 

EfficientNetB7+ 
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Các thực nghiệm được thực hiện trên 2 hệ thống, dành cho 2 loại tác vụ 

khác nhau. Môi trường thực hiện quá trình huấn luyện là Google Colab sử dụng 

thư viện học sâu của Keras [47], Tensorflow [118] và các thư viện xử lý hình 

ảnh của OpenCV [11], thư viện FAISS [29].  

Bảng 3.1, bảng 3.2 trình bày cấu hình của các môi trường thực nghiệm 

trên Google Colab và máy tính cá nhân. Các tham số thực nghiệm được trình 

bày trong bảng 3.3. Chúng tôi đánh giá bằng độ đo Accuracy (Độ chính xác) 

và Validation (kiểm thử độ chính xác của mô hình tinh chỉnh khi huấn luyện). 

Các tập ảnh huấn luyện được chia theo tỉ lệ 20% ảnh trong CSDL làm tập ảnh 

Validation, 80% ảnh trong CSDL làm tập ảnh huấn luyện.  

Thông số fine-tuning: Batch_size=16; tham số về Epoch tùy thuộc vào các 

tập dữ liệu training, learning_rate (lr=0.0001), tối ưu hóa theo hàm Adam. Kết 

quả thực nghiệm được trình bày trong bảng 3.1. 

Bảng 3.1. Môi trường thực nghiệm Google Colab 

GPU RAM Disk 

Python 3 Google Compute Engine backend 13 GB 70 GB 
 

Bảng 3.2. Môi trường thực nghiệm máy tính cá nhân 

CPU RAM Disk 

Intel® Core™ i5-3317U CPU @2.4 Ghz; 

GPU 4Ghz  

24 GB DDR3L SSD 512 GB 

Bảng 3.3. Các tham số thực nghiệm 

Tốc độ học 
Giá trị 

drop-out 
Hàm tối ưu Hàm chi phí 

Hàm  

kích hoạt 

0,001 0,6 Adam cross-entropy ReLU 
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Bảng 3.4. Kết quả transfer learning với mạng EfficientNetB7+  

trên các tập dữ liệu 

Thời gian 

huấn luyện 
Tập dữ liệu 

Training 

accuracy 

Training 

loss 

Validation 

accuracy 

79,330 giây 

(> 22 giờ) 
VGGFACE2-S 0,9864 0,1441 0,9425 

77,470 giây 

(>21 giờ) 
Corel30K 0,9163 0.1842 0,8526 

76,421 giây 

(>21 giờ) 
Logo-2K+ 0,9524 0,1512 0,9157 

Kết quả huấn luyện của các mô hình trên các tập dữ liệu: 

Hình 3.11a. Kết quả huấn luyện trên 

tập dữ liệu VGGFACE 

(với 40 epoch) 

 

Hình 3.11b. Kết quả huấn luyện 

tập dữ liệu Corel30K 

(với 20 epoch) 
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Hình 3.11c. Kết quả huấn luyện trên tập logo-2K+ (với 30 epoch) 
 

Sau khi huấn luyện trên các tập dữ liệu các model và các weight tốt nhất 

được lựa chọn và lưu lại. Đưa các model và các weight này vào thuật toán 3.1, 

thực hiện việc trích rút đặc trưng cho các tập dữ liệu và được vector đặc trưng 

mức cao biểu diễn ảnh với số chiều 2560D; Kết hợp với đặc trưng mức thấp 

809D ta được bộ vector đặc trưng biểu diễn ảnh với số chiều rất cao:  3369D. 

Bảng 3.5. Bảng các đặc trưng sử dụng trong thực nghiệm 

Các mô tả 
Kiểu đặc 

trưng 

Số chiều vector 

đặc trưng 

GCM Color 81 

LBP Texture 59 

GWT Texture 120 

EDH Shape 37 

GIST Shape 512 

Trích chọn từ mạng pretrain Resnet50 CNN 2048 

Trích chọn từ mạng pretrain VGG19 CNN 4096 

Trích chọn từ mạng pretrain 

EfficientNetB7 
CNN 2560 

Trích chọn từ mạng pretrain 

EfficientNetB7+ 
CNN 2560 

Kết hợp đặc trưng 

(B7+ và LF) 
CNN+LF 3369 
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3.6.2. Các tham số và kết quả thực nghiệm hệ thống đề xuất HD-EMR  

Hình thống CBIR được đề xuất như ở hình 3.1 được thực hiện qua các 

thực nghiệm sau:  

Các thông số thực nghiệm như sau: 

a. Sử dụng các đặc trưng mức cao (đặc trưng CNN) được trích rút từ mô 

hình mạng được huấn luyện từ trước như: EfficientNetB7, VGG19, Resnet50 

và mạng hiệu chỉnh đề xuất EfficientNetB7+. Số chiều của các vector đặc trưng 

thu được như bảng 3.6. 

b. Tham số cho LDM-FCM (thực hiện trên môi trường Google-Colab) 

• Số cụm C=4000 đến 7000. 

• Số vòng lặp 50 đến 150 (tùy thuộc vào CSDL)  

• p=2 số mũ của công thức phân cụm FCM. 

• Nbest=150, 200,250 (số lận cận tốt nhất của 1 tâm cụm tương ứng với 

3 tập dữ liệu Logo-2K+, Corel30K, VGGFACE2-S) 

• µc=10-6 (hằng số dừng của thuật toán) 

• Sử dụng hàm ANN, bộ lập chỉ mục IndexFlatL2 của thư viện FAISS. 

• Thư viện Numba cho CUDA 11, sử dụng khoảng 1000 threads tính toán 

song song giá trị ma trận độ thuộc. 

c. Tham số trong thuật toán HD-EMR: 

α= 0.99; nb=350; s= 5 (số điểm neo lân cận gần nhất của một điểm dữ liệu);  

Số điểm neo p= 4000 đến 7000 điểm neo 

Luận án tiến hành thực nghiệm trên các bộ đặc trưng được trích rút từ các mô 

hình hạng học sâu được huấn luyện trước như Resnet50, VGG19, EfficientNetB7 

và mạng hiệu chỉnh EfficientNetB7+ và so sánh với đặc trưng kết hợp mức thấp và 

mức cao (đặc trưng mức cao được trích rút từ mạng hiệu chỉnh EfficientNetB7+). 

Độ chính xác của phương pháp đề xuất HD-EMR được đánh giá thông qua độ 

chính xác tra cứu (công thức chỉ rõ trong mục 1.7). Các tập dữ liệu thực nghiệm 

gồm 3 tập Logo-2K+, Corel30K, VGGFACE2-S được giới thiệu ở chương 1.  
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Với mỗi tập CSDL có số lượng ảnh khác nhau, nên trong tực nghiệm luận 

án lựa chọn số lượng điểm neo tương ứng (với tập Logo-2K+ là 5500 điểm neo, 

Corel30K là 5000 điểm neo, VGGFACE2-S là 7000 điểm neo), tập ảnh truy 

vấn được xây dựng bằng cách chọn ngẫu nhiên 20 ảnh từ mỗi lớp của mỗi tập 

dữ liệu. Kết quả tra cứu trả về là 20 ảnh có liên quan và được xếp hạng cao 

nhất. Trong hình 3.12 là kết quả đánh giá độ chính xác của hệ thống tra cứu ảnh 

HD-EMR dựa trên các đặc trưng học sâu và kết hợp giữa đặc trưng học sâu với 

đặc trưng mức thấp.   

 

Hình 3.12. Độ chính xác tra cứu trên 3 tập của 5 loại đặc trưng CNN với 

thuật toán đề xuất HD-EMR 

Bảng 3.6. Bảng kết quả tra cứu trên 3 tập dữ liệu với số ảnh trả về là 20 

CSDL Logo-2K+ VGGFACE2-S Corel30K 

Số điểm neo (C=5500) (C=7000) (C=5000) 

VGG19 76.35% 77.78% 65.29% 

Resnet50 79.25% 80.23% 68.91% 

(B7) 80.20% 81.08% 68.98% 

(B7+) 84.90% 86.40% 71.80% 

(B7+ và LF) 89.60% 93.50% 82.20% 

50.00%
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Từ kết quả thực nghiệm, khi ta dùng mạng trích rút đặc trưng 

EfficientNetB7+ (gọi tắt là B7+) cho kết quả trong tra cứu tốt hơn so với các 

mạng tiền huấn luyện (độ chính xác cao hơn các mạng còn lại khoảng 5%-

10%). Khi tra cứu với đặc trưng kết hợp cho độ chính xác cho độ chính xác cao 

hơn khoảng 5%-7% so với khi chỉ sử dụng mình đặc trưng CNN. 

Trong phần này, luận án lựa chọn ngẫu nhiên 10 ảnh thuộc 10 chủ đề khác 

nhau của mỗi tập dữ liệu để làm ảnh truy vấn. Để đánh giá độ chính xác luận 

án lựa chọn kết quả trả về sau tra cứu gồm 20 ảnh trên cùng có nội dung liên 

quan với ảnh truy vấn nhất. Và luận án thực nghiệm đánh giá hệ thống CBIR 

sử dụng thuật toán đề xuất HD-EMR so sánh với thuật toán gốc EMR với vector 

đặc trưng kết hợp (EMR gốc sử dụng phân cụm K-means trong thư viện FAISS 

chạy trên GPU [120]) với tập các điểm neo là 4000, 4500, 5000, 5500, 6000, 

7000 trên cả ba tập CSDL. Hình 3.13a, 3.13b, 3.13c thể hiện độ chính xác tra 

cứu trên từng tập CSDL. 

 

Hình 3.13a. Độ chính xác của hai phương pháp EMR và HD-EMR  

trên tập CSDL Logo-2K+ 
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Hình 3.13b. Độ chính xác của hai phương pháp EMR và HD-EMR  

trên tập CSDL Corel30K 

 

Hình 3.13c. Độ chính xác của hai phương pháp  

trên tập CSDL VGGFACE2-S 
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Các số liệu thu được trên đồ thị cho thấy độ chính xác của HD-EMR vượt 

trội so với EMR trên tập vector biểu diễn ảnh có số chiều rất cao. 

Trong thực nghiệm sau, luận án thực nghiệm so sánh giữa thuật toán đề 

xuất HD-EMR với thuật toán tra cứu khuếch tán EIRD2O [11, 118] (Efficient 

Image Retrieval via Decoupling Diffusion into Online and Offline Processing), 

cả hai thuật toán sử dụng các loại đặc trưng CNN (VGG19, Resnet50, 

EfficientNetB7 và mạng hiệu chỉnh EfficientNetB7+) trên tập dữ liệu Corel30K. 

Với HD-EMR sử dụng số điểm neo là 5000.  Hình 3.14 đánh giá độ chính xác của 

hai phương pháp với số ảnh tra cứu tra về là 20 ảnh. 
 

Hình 3.14. Độ chính xác của hai phương pháp 

 Trong hình 3.14 thấy rằng độ chính xác của phương pháp đề xuất HD-

EMR và EIRD2O gần như nhau trong tập CSDL Corel30K. Mặc dù EIRD2O 

cũng đạt được kết quả gần như phương pháp đề xuất, nhưng khi số chiều biểu 

diễn ảnh tăng lên và CSDL lớn thì thuật toán EIRD2O không thực hiện được 

trên máy tính CPU thông thường vì độ phức tạp tính toán lớn.    

Hệ thống đề xuất được phát triển thành môt ứng dụng tra cứu ảnh dựa 

vào nội dung với các pha: 

Pha ngoại tuyến: Pha này gồm các công cụ trích rút đặc trưng ảnh theo 

các loại đặc trưng mức thấp, đặc trưng CNN, chuẩn hóa đặc trưng mức thấp và 
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tìm ra bộ điểm neo. Lưu trữ dữ liệu đặc trưng và dữ liệu điểm neo để dùng cho 

quá trình tra cứu ảnh. 

Pha trực tuyến: Ảnh được người dùng đưa vào truy vấn và được trích rút 

đặc trưng với các phương pháp như ở pha ngoại tuyến. Sử dụng thuật toán tra 

cứu trực tiếp HD-EMR lựa chọn và đưa ra tập ảnh liên quan với số lượng ảnh 

trả về liên quan nhất do người dùng yêu cầu. 

3.7. Kết luận chương 3 

 Trong chương này luận án đã đề xuất các cải tiến nâng cao độ chính xác 

của hệ thống xếp hạng EMR trong đó các ảnh được biểu diễn ảnh bằng các đặc 

trưng mức cao (đặc trưng CNN) kết hợp đặc trưng mức thấp trong CBIR thông 

qua giải quyết hai vấn đề quan trọng sau: 

Vấn đề 1: Trích rút đặc trưng mức cao phù hợp với nội dung ảnh từ các 

mạng CNN đã được huấn luyện và tinh chỉnh mạng CNN để trích rút đặc trưng 

ảnh của các CSDL riêng biệt. Trong phần này luận án đã tinh chỉnh và đề xuất 

mạng EffcientNetB7+ là mạng dùng để trích rút đặc trưng mức cao của ảnh 

(đặc trưng CNN) cho hệ thống CBIR đề xuất. Các thực nghiệm đánh giá độ 

chính xác kết quả tra cứu ảnh đã được cải thiện khi sử dụng đặc trưng mức cao 

được trích rút từ mạng EffcientNetB7+. 

Vấn đề 2:  Đề xuất thuật toán LDM-FCM tìm tập điểm neo hiệu quả trên 

tập dữ liệu vector chiều rất cao. Trong phần này luận án đã xử lý được hai yếu 

tố then chốt của đồ thị neo là số điểm neo rất lớn và số chiều vector cũng rất 

cao cùng đồng thời xuất hiện.  

Với thuật toán LDM-FCM tìm, luận án cũng đề xuất thuật toán HD-EMR, 

là một cải tiến thuật toán xếp hạng EMR cho các ảnh được biểu diễn bằng đặc 

trưng kết hợp mức thấp và mức cao (đặc trưng CNN). Đồ thị của HD-EMR 

được xây dựng từ các điểm neo thu được từ thuật toán phân cụm LDM-FCM 

khi áp dụng lên CSDL vector đặc trưng ảnh. Ngoài ra trong thuật toán HD-
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EMR, một lần nữa thuật toán tìm kiếm vector ANN lại được áp dụng, nhưng 

chỉ mục dữ liệu được đánh trên tập dữ liệu các điểm neo để cập nhật lại các giá 

trị mới sẽ được bổ sung vào ma trận Z của đồ thị EMR trong quá trình tra cứu 

ảnh. 

Thuật toán HD-EMR trong CBIR đề xuất cho thấy độ chính xác của hệ 

thống đạt kết quả cao hơn 5-10% so với EMR-(lvdc-FCM) và EMR. 
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KẾT LUẬN VÀ HƯỚNG PHÁT TRIỂN 
 

Luận án đã trình bày khái quát một số vấn đề cơ bản liên quan đến các 

bài toán trong CBIR. Trên cơ sở khảo sát và phân tích các nghiên cứu liên quan, 

luận án đã tập trung nghiên cứu các vấn đề cơ bản trong tra cứu ảnh tiếp cận dữ 

liệu đa tạp, các kết quả đạt được của luận án được tóm tắt như sau: 

Kết quả chính 1: Cải tiến thuật toán xếp hạng đa tạp EMR bằng cách 

sử dụng thuật toán phân cụm mờ lvdc-FCM để tìm điểm neo. Trên cơ sở đó, 

đề xuất thuật toán EMR-(lvdc-FCM) áp dụng hiệu quả trong CBIR.  

Kết quả chính 2: Nâng cao hiệu quả tra cứu ảnh bằng phương pháp kết 

hợp đặc trưng cấp thấp và cấp cao trích xuất từ mạng CNN. Chi tiết đóng góp 

bao gồm: (i) Đề xuất phương pháp tinh chỉnh mạng CNN để trích xuất đặc 

trưng trước khi kết hợp với đặc trưng mức thấp; (ii) Đề xuất thuật toán HD-

EMR dựa trên các điểm neo ước lượng bằng FCM cải tiến kết hợp ANN 

(thuật toán LDM-FCM) để tra cứu ảnh không cần sử dụng các phương pháp 

giảm chiều dữ liệu.  

Ngoài ra, luận án còn đưa ra bổ đề mới về tính tổng quát của dữ liệu đa 

tạp trên các tập hữu hạn vector, cung cấp cơ sở lý luận cho ứng dụng xếp 

hạng đa tạp trong tra cứu ảnh theo nội dung. Trong quá trình nghiên cứu, luận 

án đề xuất sử dụng kiến trúc GPU để thực hiện hiệu quả thuật toán phân cụm 

LDM-FCM. 

Luận án đã tổng hợp các công trình công bố quan trọng có liên quan trong 

phạm vi nghiên cứu của luận án, các đề xuất của luận án đã công bố ở các tạp chí/hội 

thảo Quốc tế/trong nước về xây dựng các vector biểu diễn ảnh cũng như các phương 

pháp tìm điểm neo và cải tiến thuật toán xếp hạng EMR gốc, đã kiểm chứng hiệu 

quả của các thuật toán đề xuất thông qua thực nghiệm.  

Hướng nghiên cứu tiếp theo của luận án: 

(1) Phát triển CSDL ảnh cho bài toán tra cứu ảnh theo nội dung với các 

chủ đề về ảnh Y tế, ảnh Nông nghiệp cũng như các loại CSDL ảnh phục vụ cho 

các vấn đề Kinh tế/xã hội… 
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(2) Nghiên cứu các thuật toán trích rút đặc trưng ảnh bằng các mạng 

học sâu (deep learning) và phân cụm dữ liệu ảnh bằng các mạng neural đồ 

thị (Graph Neural Network), các mạng học sâu theo tiếp cận phân đoạn ngữ 

nghĩa nhằm nâng cao độ chính xác của các hệ thống tra cứu ảnh theo hướng 

khía cạnh nổi bật (salient aspects). 

(3) Nghiên cứu và hoàn thiện thuật toán xếp hạng đa tạp, nghiên cứu mở 

rộng mô hình đa truy vấn, truy cứu thông tin thị giác ở mức ngữ nghĩa cao hơn 

dựa trên các thuật toán phân đoạn ngữ nghĩa (semantic segmentation) trên các 

tập CSDL lớn. 
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PHỤ LỤC 

 

PL1: Giải thích định nghĩa đa tạp theo toán học và các ví dụ 

Một đa tạp tôpô n chiều là một không gian tôpô mà mỗi điểm có lân 

cận đồng phôi với tập con mở của n  , nói một cách khác, là không gian tôpô 

tách được với mỗi điểm của nó có một lân cận đồng phôi với một tập mở trong 

không gian Euclide n chiều.  

Đa tạp chính là khái niệm toán học mở rộng của đường và mặt. 

 
Bốn bản đồ trên 

đường tròn. 

Một bản đồ 

trên đường 

tròn chỉ thiếu 

một điểm 

Các đường 

cong đại số 

Bản đồ tạo bởi 

phép chiếu nửa trên 

mặt cầu lên cái đĩa 

 
Một hình trụ hữu hạn là 

một đa tạp với biên. 

Mặt Möbius Chai Klein dìm trong không 

gian ba chiều. 

Hình PL1. Mô phỏng các không gian đap tạp 

Một A - “đa tạp” là một không gian tôpô M thỏa mãn: 

• M là Hausdorff (không gian tách được) và có một cơ sở đếm được. 

• M “đồng phôi” địa phương với các tập n với n cố định, tức là với 

p M  , tồn tại một lân cận mở U chứa p và một đồng phôi :U V → với nV 

https://vi.wikipedia.org/wiki/T%C3%B4_p%C3%B4
https://vi.wikipedia.org/wiki/Chi%E1%BB%81u
https://vi.wikipedia.org/wiki/Kh%C3%B4ng_gian_t%C3%B4p%C3%B4
https://vi.wikipedia.org/wiki/%C4%90%E1%BB%93ng_ph%C3%B4i
https://vi.wikipedia.org/wiki/Kh%C3%B4ng_gian_Hausdorff
https://vi.wikipedia.org/wiki/Kh%C3%B4ng_gian_Hausdorff
https://vi.wikipedia.org/wiki/L%C3%A2n_c%E1%BA%ADn
https://vi.wikipedia.org/wiki/Kh%C3%A1i_ni%E1%BB%87m
https://vi.wikipedia.org/wiki/To%C3%A1n_h%E1%BB%8Dc
https://vi.wikipedia.org/wiki/%C4%90%C6%B0%E1%BB%9Dng_(to%C3%A1n_h%E1%BB%8Dc)
https://vi.wikipedia.org/wiki/M%E1%BA%B7t
https://vi.wikipedia.org/wiki/M%E1%BA%B7t_M%C3%B6bius
https://vi.wikipedia.org/wiki/Chai_Klein
https://vi.wikipedia.org/wiki/Ph%C3%A9p_d%C3%ACm
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. Một cặp ( , )U  như vậy được gọi là một hệ tọa độ. Một tập các hệ tọa độ phủ 

M được gọi là một át-lát của M. 

• Các ánh xạ chuyển đổi hệ tọa độ 1

1 2 1 2: ( ) ( )U U U U  −  →  là các 

hàm trơn. 

• Tập hợp tất cả các hệ tọa độ tương thích với cấu trúc vi phân của M được 

gọi là át-lát cực đại của M. 

PL2: Chứng minh: Không mất tính tổng quát ta gán r(0)=y.  

Từ phương trình lặp (1.2)  ( 1) ( ) (1- )r t Sr t y + = +  ta có: 

0

( 1) ( ( ) (1- ) ( )
t

i

t

r t Sr t y S y  
=

+ = +   

Với 0 1  và các giá trị riêng của S thỏa mãn: 1 1S−   (có thể 

xem S như ma trận ngẫu nhiên 1 1/2 1/2P D W D SD− −= = ) 

lim( ) 0t

t
S

→
=   và 1

0

lim ( ) ( )
t

i

t
i

S I S  −

→
=

= −  

Do đó: * 1lim ( ) (1 )( )
t

r r t I S y  −

→
= = − − . 

PL3: Chứng minh:   
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Như vậy ta có  2 2

1 1

|| || || ||
n n

ik ik F

k i

Y F Y F
= =

− = − chính là công thức (1.7). 

PL4. Chứng minh các công thức 

Chứng minh: 
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Đặt H = ZD-1/2, nên S = HTH. 

Áp dụng công thức Woodburry7  
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7 https://en.wikipedia.org/wiki/Woodbury_matrix_identity 
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I h h h h I h h B

 

  

−
−

=

− −
+ +

+ +

= =

 
= − = − 

 

   
= − −  − =   
   



 

 

( ) 

 

1
*

1

1 n+1

1

0
(1 )

1

0
(1 ) H,h

1

nT T

n new C new

n

n

n

r I H I HH H

H
I B

h

  

 

−

+

+

+

 
 − − −  

 

     
= − −    

     

 

PL5: Thuật toán FCM 

Thuật toán 2.1. Phân cụm mờ FCM cơ bản [99] 

Input: Tập dữ liệu X = {x1,…, xi, …, xn)∈RD, số cụm C (C<<n), hệ số mờ p 

=2 và sai số ε, số vòng lặp L. 

Output: Tập tâm cụm A={Ac} 

1. Khởi tạo: Ma trận độ thuộc µ=[µci] với điều kiện (2.2); 

2. l=0. //đếm số vòng lặp. 

3. While ( ( 1) ( )(| | )l lJ J + −   và (l<L)) 

3.1 . Cập nhật Ac sử dụng công thức (2.5) 

3.2 . Cập nhật µci sử dụng công thức (2.4)  

4. l=l+1; 

5. End While 

Độ phức tạp của thuật toán 2.1 là:  

Nếu khởi tạo tập tâm cụm sử dụng K-means: ( )* *O n C D  

Xác định n × C khoảng cách giữa từng tâm cụm và các điểm dữ liệu: 

O( L*C*n*D) 

Ước lượng ma trận độ thuộc:   O(L*C*n) 

Cập nhật tâm cụm:   O(L*C*n*D).  

Tổng độ phức tạp của thuật toán FCM là:  
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( )* *O n C D  + O(L*C*n*D) + O(L*C*n) + O(L*C*n*D) 

Trong đó ε là một tham số đủ nhỏ (do khởi tạo của người dùng), còn được 

gọi là tiêu chuẩn hội tụ. L là số vòng lặp tối đa để đảm bảo thuật toán phải dừng.  

PL6. Phép chuẩn hóa 3-opt 

Các phép chuẩn hóa min-max, 3 và 3-FCM đều được áp dụng rộng rãi 

trong CBIR nhưng có nhiều hạn chế, trong [97] đã đề xuất phép chuẩn hóa 3-

opt dựa trên phân cụm mềm FCM [126]. 

Cho trước một CSDL đặc trưng mức thấp  , 1t i i n
LE LE

 
= , sử dụng FCM ta 

phân cụm LEt thành C cụm, thuật toán lặp FCM cực tiểu hóa hàm mục tiêu sau: 

2

, ,

1 1

( , ) min
n C

p

c i t i c

i c

t LE AJ A 
= =

−= →   

Trong đó các hằng số p = p(t) > 1, C=C(t) , 2N C+  , số chiều vector đặc 

trưng ,dim( )t t im LE= , 1 i n    và độ đo khoảng cách Euclide:  

( )
2

, , , ,

1

2
[ ] [ ]

tm

t i t c t i t c

j

LE A LE j A j
=

− = −                 
 

Sau khi phân cụm FCM dữ liệu vector đặc trưng mức thấp t (t{Color 

moment, LBP, Gabor Wavelet texture, Edge, GIST} của CSDL ảnh E ta nhận 

được tập các vector tâm , 1 ( ){ }t c c C tA   và bảng các giá trị độ thuộc là , , 1 ,1 ( ){ }
tt j c j m c C t    

. Tiếp theo chúng ta tính giá trị chuẩn hóa 3 thông thường với từng cụm và 

kết hợp các giá trị này lại thành một giá trị đầu ra duy nhất dạng tuyến tính như 

sau: 

Giả sử  
1,

t
m

jt t jx x
=

= là vector dữ liệu đầu vào,  khi đó  
, , , 1

t
m

t norm t norm j j
x x

=
=  là 

vector chuẩn hóa được xác định có dạng như sau: 

or ,

, , , ,

1 1
, , , ,

1,min max ,
3 3

def

n m j

j t c j j t c j

tt t
c C c C

t c j t c j

x j m
x A x A

a b
    

=  =
    − −    

+ +    
        

  

 Trong đó độ lệch chuẩn , ,t c j
 ở cụm c (1≤c≤C) được tính bằng công thức sau: 
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( ) ( )
def

2

, , , , , ,

1 1

2

, , , , , ,

1

2

, , , ,

1

1 ,   (/ / )
n n

p p

t t c j c i t c j c i

i i

t i j t

n n
p p

t c i t c i t c j

i

i

i

jj m LE A LE A    
= = = =

   = − −=      

Và các tham số at,j, bt,j thỏa mãn: 

0 < at < 1, -0.5  bt  0.5  

Phép chuẩn hóa được thiết kế để đảm bảo có không quá ( )100* %out  

vector của CSDL đặc trưng mức thấp bộ t tại mỗi thành phần vector 

1,dim( )tj LE  rơi ra ngoài đoạn [-1,1] và độ trải rộng của tập thành phần j của 

tập vector CSDL trên  [-1,1] là lớn nhất. 

Với mỗi hệ số thực at, bt và thành phần đặc trưng 1,dim( )tj LE , chúng ta 

ký hiệu: 

 ,

, , ,

# / 1, * [-1,1]

t t

def
t t j t

t a b j

i i n a d b
C

n

  + 
=   

Trong đó: 

, , , , , , , ,

,
1 1

, , , ,

min max
3 3

def
i t j t c j i t j t c j

t j
c C c C

t c j t c j

LE A LE A
d

    
=
    − −   

+            

  

Và độ trải trên đoạn [-1,1] của tập dữ liệu đặc trưng bộ t, thành phần j sẽ 

được lấy trung bình trên toàn bộ t của CSDL E và tất cả các thành phần 

1,dim tj LE  như sau: 

, ,

,

2

, ,

1 1 dim( )
* [ 1,1]

, ,

( * )
t

t i j

t t j

n

t t i j t

i j LE
def

a d b

t a b

a d b

R
n

=   
+  −

+

=

 

 
(1.14)  

Như vậy việc xác định các hệ số thực at,bt để xây dựng phép chuẩn hóa 

đặc trưng bộ t cho một CSDL đặc trưng mức thấp E có thể chuyển thành việc 

giải bài toán tối ưu đa mục tiêu xác định hệ số at, bt có các hàm mục tiêu và các 

ràng buộc như sau: 

, , , max, 1,dim( )
t tt a b j tR j LE→  =  (1.15)  

Với ràng buộc: 

, , , 1,dim( )
t tt a b j out tC j LE  =  (1.16) 

Đây là một bài toán tối ưu đa mục tiêu có dạng đặc biệt, các ràng buộc 

(1.16) là cho các đại lượng rời rạc và các hàm mục tiêu (1.15) được tính ở công 



PL7 

 

thức (1.14) cũng có nhiều điều kiện, vì vậy việc giải bài toán tối ưu đa mục tiêu 

này là cần một phương pháp riêng. Để giải bài toán này ý tưởng của chúng tôi 

là thiết kế một hàm mục tiêu bị chặn Ft(a,b) cho bài toán tối ưu một mục tiêu 

sau: được tạo thành thông qua 3 bước thiết kế như sau: 

Bước 1: Kết hợp các giá trị mục tiêu , , , , 1,dim( )
t tt a b j tR j LE=  vào một hàm 

mục tiêu bị chặn như sau ( , ) mintG a b → , trong đó 

, , ,

2

, ,

1 1 dim [ 1,1]

1
( , ) (0,1]

( )

1
*dim

t i t i j

def

t
n

t i j

i j E ad b

t

G a b

ad b

n LE
=    +  −

= 

+

+

 

 

(1.17) 

Bước 2: Chuyển các ràng buộc (1.16) thành dạng giá trị “phạt” cộng thêm 

vào hàm mục tiêu, ràng buộc (1.16) được thỏa mãn đầy đủ nghĩa là các giá trị 

cộng thêm này là 0 và tại giá trị hàm mục tiêu được xấp xỉ nhỏ nhất thì khả 

năng là không có “phạt”. Chúng ta có thể phát biểu chính xác dạng phạt như 

sau: 

“Nếu tại thành phần j của vector đặc trưng bộ t xác suất giá trị chuẩn hóa 

rơi ra ngoài [-1,1] của n vector đặc trưng bộ t của CSDL đầu vào mà vượt quá 

αout thì giá trị phạt là 1, trái lại là 0 (không phạt)”. 

Bước 3: Kết hợp các giá trị phạt vào hàm mục tiêu Gt(a,b), ta có hàm một 

mục tiêu ( , ) mintF a b →  không còn ràng buộc (1.16), trong đó 

  

, , ,

, ,

2

, ,

1 1 dim [ 1,1]

1
( , ) 1,dim( ) / 1, / * [ 1,1] *

( * )

1
*dim

t i t i j

t t t i j out
n

t i j

i j E ad b

t

F a b j LE i n a d b n

a d b

n LE



=    +  −

= +   +  − 

+

+

 

 

(1.18) 

Nhận xét: Hàm Ft(a,b) được thiết kế theo nguyên tắc phạt (tăng thêm giá 

trị 1.0) tại mỗi thành phần 1,dim( )tj LE  mà có lớn hơn ( )100* %out  vector của 

CSDL đặc trưng mức thấp bộ t tại thành phần vector rơi ra ngoài đoạn [-1,1]. 

Như vậy Ft(a,b) sẽ tăng khi có nhiều thành phần 1,dim( )tj LE   mà có lớn hơn 

( )100* %out  vector của CSDL đặc trưng mức thấp bộ t tại thành phần vector 

rơi ra ngoài đoạn [-1,1] 

Thuật toán chuẩn hóa 3-opt 

Kỹ thuật xây dựng phép chuẩn hóa với tham số tối ưu được thực hiện theo 
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thuật toán 1 như sau: 

Thuật toán 1: Phép chuẩn hóa 3-opt (Phép chuẩn hóa với tham số tối ưu hóa). 

Input:  
1 i ;, 1 t Tt i n

LE
   

, đặc trưng bộ thứ t, hằng số p = p(t) > 1, C , 2N C+  , 

,dim( ), 1,t t im LE i n=  = , ngưỡng phần trăm rơi ra ngoài [-1,1] của các thành phần 

vector sau khi chuẩn hóa 
out  

Output:  ,
1 i n

Norm

t iLE
 

dữ liệu đã được chuẩn hoá bộ thứ j thuộc đoạn [0, 1], các 

tâm   , 1 t
t c c C

A
 

,  , , 1 ,1   t t
t c j c C j m

 và tham số aopt, bopt. 

Bước 1: ( )  ( ),i, 1 i ;1 t T
,

t t nt c
F ECM LC p

   
 ta được tập các vector tâm , 1

tC

t c c
A

=
, và ma 

trận độ thuộc , , 1 ,1t
t c i c C i n


   

 

Bước 2:  Tính  , , 1 ,1t t
t c j c C j m   

  theo công thức (1.10) 

Bước 3:  Tính  , , 1 ,1t t
t c j c C j m

d
   

 theo công thức (1.13) 

Bước 4:  Giải tối ưu ( , ) mintF a b → , xác định được a (0,1), b [-0.5,0.5], ở 

đây Ft(a,b) xác định theo công thức (1.14): 

4.1: Khởi đầu  
1

1
a

C
=

+
, 0b = . 

4.2: Lặp, thay đổi a và b để Ft(a,b) đạt tới giá trị xấp xỉ giá trị nhỏ nhất ( [128]) 

4.3: Gán aopt = a, bopt = b. 

Bước 5: Chuẩn hóa về [-1,1]: 

Lặp với mỗi vector đặc trưng bộ t của CSDL  ,t iLE :   

5.1: Lặp với mỗi thành phần thứ j của LEt,i 1, tj m= của vecror xt= L
,t iE  

tính r, , ,o

norm

n tmt i jx LE= theo công thức (1.9) sử dụng hai hệ số aopt, bopt. 

5.2: Chuẩn hóa về [0,1] (áp dụng cho CBIR): 

Lặp với mỗi vector 
or

, : 1,n m

t i tLE j m =   

tính lại 
 ,

or

,

, ,

max , 1 1
min ,1

2

n

t i jnorm

t j

m

i

LE
LE

 − + 
=  

  

. 

Trả về:  ,
1 i n

norm

t iLE
 

,  , 1 t
t c c C

A
 

,  , , 1 ,1t t
t c j c C j m   

 , aopt và bopt. 

Thuật toán 1 có độ phức tạp O(n), ở đây n là số lượng ảnh của CSDL ảnh E. 

Trong nội dung của LA, các đặc trưng mức thấp được chuẩn hóa theo thuật 
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toán 3-opt và được sử dụng cho thực nghiệm ở các thuật toán đề xuất ở các 

chương trong luận án.  

PL6. Đánh giá độ phức tạp của các thuật toán 

FCM LVDC-FCM LDM-FCM 

Khởi tạo tập tâm cụm sử dụng K-means 

( )* *O n C D  ( )* *O n C D  ( )* *O n C D  

Xác định n × C 

khoảng cách 

giữa từng tâm 

cụm và các điểm 

dữ liệu: 

O( L*C*n*D) 

Xác định n × C khoảng 

cách giữa từng tâm cụm và 

các điểm dữ liệu: 

O(L*n*C*D) 

Xác định nb láng giềng từng 

tâm cụm:O(1) 

Xác định n × C khoảng cách 

giữa từng tâm cụm và các 

điểm dữ liệu: không sử dụng. 

Xác định xấp xỉ nb láng giềng 

từng tâm cụm và nb khoảng 

cách tương ứng: O(1) 

O(L*C*log(n)*D  

+ L*C*nb*D) 

Ước lượng ma trận độ thuộc 

O(L*C*n)  

trên CPU 

)( * * bO L C n  

trên CPU 

)([ ]* /* tb hO cL C n  trên GPU, ở 

đây cth là số các thread 

(luồng) tính toán song song.  

Cập nhật tâm cụm 

O(L*C*n*D) )( * * *bO L C n D  )( * * *bL C n DO  

Tổng độ phức tạp của các thuật toán 

( )* *O n C D  + 

 O( L*C*n*D) 

+ O(L*C*n) + 

O(L*C*n*D) 

( )* *O n C D + O(L*n*C*D) 

+ )( * * bO L C n +

)( * * *bO L C n D  

( )* *O n C D + 

O(L*C*log(n)*D  

+ L*C*nb*D)  

+ )([ ]* /* tb hO cL C n + 

)( * * *bL C n DO  

 

Bộ nhớ sử dụng 
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FCM LVDC-FCM LDM-FCM 

Ma trận độ thuộc 

O(C*n) O(C*nb) O(C*nb) 

Tập tâm cụm 

O(C*D) O(C*D) O(C*D) 

PL7: Bảng số liệu thống kê độ chính xác các tra cứu theo từng bộ dữ liệu 

1. Kết quả tra cứu trên tập Corel30K (Tương ứng hình 2.9b) 

Bảng kết quả trung bình độ chính xác của 4 phương pháp trên tập 

 dữ liệu Corel30K với số ảnh trả về khác nhau với số điểm neo là 5000 

            PP tra  

               cứu 

Số ảnh 

 trả về 

AGR 

(%) 

EMR 

(%) 

SGR 

(%) 

EMR-(lvdc-FCM) 

(%) 

10 80.92 88.40 89.40 92.10 

20 58.10 61.60 62.70 68.70 

30 50.10 60.10 61.90 65.20 

40 46.70 52.01 53.15 58.10 

50 39.40 40.50 41.00 42.35 

2. Kết quả tra cứu trên tập Logo-2K+ (Tương ứng hình 2.9c) 

Bảng kết quả trung bình độ chính xác của 4 phương pháp trên tập  

dữ liệu Logo-2K+ với số ảnh trả về khác nhau với số điểm neo là 5000 

        PP tra               

             cứu 

Số ảnh 

 trả về 

AGR 

(%) 

EMR 

(%) 

SGR 

(%) 

EMR-(lvdc-FCM) 

(%) 

10 75.41 83.50 85.60 88.70 

20 54.70 58.70 59.40 67.90 

30 48.71 53.80 53.12 60.69 

40 46.20 51.20 52.46 55.10 

50 39.10 40.20 41.00 42.50 

3. Kết quả tra cứu trên tập VGGFACE2S (Tương ứng hình 2.9d) 



PL11 

 

Bảng kết quả trung bình độ chính xác của 4 phương pháp trên tập dữ liệu 

VGGFACE2S với số ảnh trả về khác nhau với số điểm neo là 5000 

        PP tra     

            cứu 

Số ảnh 

 trả về 

AGR 

(%) 
EMR 

(%) 
SGR 

(%) 
EMR-(lvdc-FCM) 

(%) 

10 80.92 89.40 90.10 95.90 

20 61.38 68.10 68.40 73.10 

30 56.40 60.10 61.80 68.00 

40 51.29 53.19 54.10 57.80 

50 41.00 42.00 44.17 45.74 

4. Khi thay đổi số điểm neo trên các tập dữ liệu, kết quả tra cứu về độ 

chính xác được cải thiện thể hiện ở các hình 2.10a, 2.10b, 2.10c. Dữ liệu 

bảng kết quả được thể hiện qua các bảng thống kê sau:  

4.1. Bảng kết quả trung bình độ chính xác của 4 phương pháp trên tập dữ 

liệu Corel30K với số ảnh trả về là 20 ảnh với số điểm neo khác nhau 

       Số điểm neo 

 

PP tra cứu 

3000 

(%) 

3500 

(%) 

4000 

(%) 

4500 

(%) 

5000 

(%) 

AGR 54.10 55.20 56.40 56.50 58.10 

EMR 57.30 59.20 60.70 61.20 61.60 

SGR 58.20 59.90 60.90 62.10 62.70 

EMR-(lvdc-FCM) 66.60 67.40 68.70 69.60 69.50 

4.2. Bảng kết quả trung bình độ chính xác của 4 phương pháp trên tập dữ 

liệu Logo-2K+ với số ảnh trả về là 20 ảnh với số điểm neo khác nhau 

           Số điểm neo 

 

PP tra cứu 

3000 

(%) 

3500 

(%) 

4000 

(%) 

4500 

(%) 

5000 

(%) 

AGR 50.37 53.20 53.90 54.30 54.70 

EMR 56.30 57.10 59.80 59.20 58.70 

SGR 58.10 58.90 59.60 59.10 59.40 

EMR-(lvdc-FCM) 65.20 66.10 67.80 67.50 67.90 
 

4.3. Bảng kết quả trung bình độ chính xác của 4 phương pháp trên tập dữ liệu 

VGGFACE2S với số ảnh trả về là 20 ảnh với số điểm neo khác nhau 
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           Số điểm neo 

 

PP tra cứu 

3000 

(%) 

3500 

(%) 

4000 

(%) 

4500 

(%) 

5000 

(%) 

AGR 57.90 58.40 59.30 60.70 61.38 

EMR 67.70 67.40 67.20 66.70 68.10 

SGR 68.10 68.40 68.20 67.50 68.42 

EMR-(lvdc-FCM) 71.30 71.90 72.60 72.60 73.10 
 

PL8: Tính toán song song dựa trên CUDA-GPU  

CUDA (Compute Unified Device Architecture - kiến trúc thiết bị tính toán 

hợp nhất) [128] là kiến trúc mới bao gồm cả phần cứng và phần mềm để phát 

triển và quản lý việc tính toán trên GPU [129].  

So với CPU, việc truy cập bộ nhớ trở thành yếu tố quyết định trên GPU 

[82, 130]. Truy cập bộ nhớ chung trên GPU có thể được thực hiện bởi tất cả 

các tiến trình (thread) trong cùng một khối với độ trễ thấp. Trong mô hình lập 

trình CUDA, dữ liệu truyền tải lên GPU dưới dạng một hàm hạt nhân (kernel). 

Một phiên bản logic của hạt nhân được gọi là một tiến trình (thread). Các tiến 

trình được nhóm lại thành các khối. Về mặt vật lý, tất cả các tiến trình trong 

một khối đều nằm trên cùng một SMs (Streaming Multiprocessors- các khối xử 

lý trong GPU). Hình PL 8 mô tả phân cấp tiến trình tính toán song song dựa 

trên CUDA-GPU. 

Hình PL8. Phân cấp luồng CUDA-GPU [123]  
 

Trong sơ đồ trên, những phần tính toán tuần tự chạy ở host (CPU), những 

phần tính toán song song (mức độ lớn) chạy ở device (GPU). 
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Hàm hạt nhân (kernel) được thực thi song song ở device bởi rất nhiều tiến 

trình (thread). Các tiến trình này được tổ chức thành 2 cấp: lưới tiến trình (grid) 

gồm các khối tiến trình (block) có cùng kích thước, khối gồm các nhiều tiến trình. 

Mỗi tiến trình đều có các thanh ghi (registers) và bộ nhớ riêng (local memory) để 

tính toán và thực thi. Ngoài ra trong mỗi khối đều có một bộ nhớ chia sẻ (shared 

memory), các tiến trình của khối đều dùng chung được bộ nhớ này và có thể chia 

sẻ dữ liệu với nhau qua bộ nhớ này. Mỗi một lưới tiến trình có một bộ nhớ toàn 

cục (global memory), các tiến trình của các khối có thể đọc ghi trên bộ nhớ này, 

ngoài ra lưới tiến trình còn có hai bộ nhớ mà các tiến trình chỉ được đọc là constant 

memory và texture memory. 

Từ host, để nhờ device tính toán song song, host cần gọi hàm cấp pháp bộ 

nhớ ở device, copy dữ liệu cần thiết sang các vùng nhớ ở device, sau đó host 

gọi hàm hạt nhân (kernel), sau khi device thực thi xong host copy kết quả từ 

device về và gọi hàm giải phóng bộ nhớ ở device. 

 


